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2.3.2. Redes neuronales artificiales 19

2.3.3. Aproximación de la ley de control con redes neuronales 22

2.3.4. Cuantización de redes neuronales 24

2.4. Herramientas de implementación 24

2.4.1. Field Programmable Gate Array (FPGA) 24

2.4.2. Control por prototipado rápido 26
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RESUMEN

El Control Predictivo Basado en Modelos (Model Predictive Control, MPC) es una t�ecnica avan-
zada de control que predice el comportamiento futuro de un sistema para optimizar la acci�on de
control en cada intervalo de muestreo. En general, el c�alculo de la acci�on de control �optima en
tiempo de ejecuci�on se realiza mediante m�etodos iterativos o de b�usqueda que imponen una alta
demanda en t�erminos de n�umero de operaciones y/o utilizaci�on de memoria. Esto resulta especial-
mente desa�ante al considerar implementaci�on en plataformas embebidas con recursos limitados,
donde la capacidad de c�omputo puede ser insu�ciente para resolver los problemas de optimizaci�on
con garant��as de tiempo real.

Esta propuesta de tesis aborda la necesidad de evaluar y plantear directrices para reducir la
latencia de los lazos MPC. Para abordar este problema, se integrar�an aceleradores basados enField
Programmable Gate Array (FPGA), aprovechando su capacidad de paralelismo para reducir la la-
tencia del c�alculo de la optimizaci�on. Adem�as, los aceleradores se integrar�an en un lazo de control
completo, donde adem�as del c�alculo de la actuaci�on �optima, se deben considerar tareas como la
adquisici�on y conversi�on de se~nales, la estimaci�on de estados y la comunicaci�on entre dispositivos.
Estas tareas adicionales, que tradicionalmente suelen despreciarse al compararlos con los tiempos
asociados a resolver el problema de optimizaci�on, pueden convertirse en cuellos de botella cuando se
requieren lazos de control con alta frecuencia de muestreo. La innovaci�on de este trabajo radica en
la validaci�on a nivel de sistema de lazos MPC con aceleraci�on por hardware en entornos realistas,
para lo cual se utilizar�a una plataforma de prototipado r�apido dSPACE que permite una r�apida
implementaci�on y prueba de diferentes con�guraciones, facilitando la identi�caci�on de cuellos de
botella y el balanceo e�ciente de recursos considerando el desempe~no de control en lazo cerrado en
la planta real.

Se espera obtener una evaluaci�on detallada de la latencia de los lazos de control, desde la ad-
quisici�on de datos hasta la generaci�on de la actuaci�on correspondiente, midiendo los tiempos de
ejecuci�on de cada etapa del proceso y proponiendo directrices para optimizar el uso de recursos.
Esto es particularmente relevante en contextos con objetivos de latencia que pueden estar en el
orden de los microsegundos, por ejemplo en aplicaciones de electr�onica de potencia o rob�otica. Esta
investigaci�on proporcionar�a prototipos funcionales y documentaci�on que faciliten la replicaci�on de
los resultados y el uso de la plataforma dSPACE en futuros desarrollos, proporcionando un ejemplo
de aplicaci�on real que requiera garant��as, y una base s�olida y validada para facilitar la adopci�on
de estas tecnolog��as en sectores industriales como control de motores el�ectricos de alta precisi�on,
rob�otica, sistemas de energ��as renovables, entre otros.
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Cap��tulo 1

INTRODUCCI �ON

Este cap��tulo expone el contexto que justi�ca la realizaci�on de este informe y plantea la pro-
blem�atica que se pretende abordar. Finalmente, se detallan los alcances y las contribuciones de esta
tesis.

1.1. Motivaci�on y Contexto

El Control Predictivo por Modelo (Model Predictive Control, MPC) es una t�ecnica avanzada
de control que determina la actuaci�on resolviendo, en cada intervalo de muestreo, un problema de
optimizaci�on formulado a partir de un modelo din�amico del sistema en variables de estado. Este
enfoque busca minimizar una funci�on de costo que penaliza tanto el error entre la salida del sistema
y una referencia deseada, como el esfuerzo de control requerido para alcanzar dicha referencia,
evaluado sobre un horizonte de predicci�on �nito de muestras futuras.

Una de las principales ventajas de MPC respecto de t�ecnicas cl�asicas, como el control PID,
es su capacidad para manejar de forma expl��cita sistemas multivariables sujetos a restricciones
operacionales sobre las entradas, salidas y estados internos. Sin embargo, esta funcionalidad implica
un costo computacional considerable, debido a que en cada ciclo de control debe resolverse un
problema de optimizaci�on con restricciones, lo que puede di�cultar su implementaci�on en aplicaciones
con alta tasa de muestreo y requerimientos temporales estrictos, sobretodo al implementarse en
sistemas embebidos que cuentan con recursos computacionales limitados.

En el caso de sistemas con modelos lineales e invariantes en el tiempo, el problema de optimi-
zaci�on resultante se suele formular en la forma deQuadratic Programming (QP) [1], considerando
una funci�on objetivo cuadr�atica y restricciones lineales. Dependiendo del mecanismo utilizado para
resolver el problema de optimizaci�on en cada intervalo de muestreo, las implementaciones de MPC
pueden clasi�carse en dos enfoques principales: formulaciones impl��citas y formulaciones expl��citas.

En la formulaci�on impl��cita, en cada intervalo de muestreo se utiliza el estado actual del sistema
para plantear un nuevo problema de optimizaci�on, el cual se resuelve de maneraonline, t��picamente
utilizando algoritmos iterativos que convergen a una aproximaci�on de la soluci�on �optima. Al plantear
un nuevo problema en base al estado actual, las formulaciones impl��citas permiten al controlador
responder a perturbaciones y cambios en las din�amicas del modelo. Por otro lado, resolver el problema
de optimizaci�on iterativamente impone una demanda computacional signi�cativa. Para abordar esta
carga en problemas del tipo QP, se han propuesto algoritmos de resoluci�on e�cientes, como el m�etodo
de Alternating Directions Method of Multipliers (ADMM) [2], el cual presenta buena convergencia
en pocas iteraciones, potencial de paralelizaci�on de las operaciones, y manejo 
exible de restricciones,

1



1.1. MOTIVACI �ON Y CONTEXTO 2

tanto para formulaciones densas comosparsedel problema QP [3].

Por otro lado, la formulaci�on expl��cita consiste en resolver el problema QP una �unica vez en
tiempo de dise~no (o�ine ), generando una partici�on del espacio de estados en regiones polit�opicas,
donde en cada regi�on se de�ne una funci�on af��n que determina la acci�on de control �optima. La ley
de control precalculada se almacena en memoria, y durante la ejecuci�on, el controlador �unicamente
identi�ca la regi�on correspondiente al estado actual y eval�ua la funci�on asociada, lo que elimina la
necesidad de resolver un problema de optimizaci�on en l��nea y reduce signi�cativamente la latencia
de decisi�on para problemas de baja dimensionalidad [1]. A pesar de sus potenciales ventajas, las
formulaciones expl��citas presentan limitaciones pr�acticas en cuanto a la garant��a del cumplimiento de
las restricciones, y di�cultad en el manejo de incertidumbres y perturbaciones que pueden ocurrir en
tiempo de ejecuci�on, y adem�as, la representaci�on est�atica de la ley de control sufre de una explosi�on
combinatoria en el n�umero de regiones a medida que se incrementan el horizonte de predicci�on,
las dimensiones del sistema y el n�umero de restricciones. Para mitigar esta complejidad, se han
propuesto t�ecnicas de reducci�on como la eliminaci�on de regiones redundantes [4], as�� como el uso
de redes neuronales profundas para aproximar la ley de control, permitiendo disminuir tanto los
requerimientos de memoria como la latencia de ejecuci�on [5,6].

Trabajos recientes desarrollados en el Departamento de Electr�onica han reportado aceleradores
en FPGA para solvers de MPC, tanto en formulaciones impl��citas basadas en ADMM [7] como en
formulaciones expl��citas que utilizan redes neuronales para aproximar la ley de control [8]. En estos
trabajos se informan tiempos de resoluci�on del orden de decenas de microsegundos para el caso
impl��cito y de decenas de nanosegundos para el expl��cito, validando principalmente la funcionalidad
del controlador en entornos simulados. Sin embargo, en un sistema de control real la obtenci�on de la
actuaci�on �optima representa solo una parte del ciclo completo, ya que el lazo de control debe inter-
actuar con el entorno f��sico e incorporar tareas adicionales como adquisici�on de se~nales, estimaci�on
de estados, sincronizaci�on y comunicaci�on. A medida que los solvers especializados alcanzan tiempos
de ejecuci�on cada vez menores, las latencias asociadas a estas tareas adquieren mayor relevancia, lo
que hace indispensable adoptar una perspectiva de sistema completo para la validaci�on de esquemas
MPC, especialmente en sistemas con altas tasas de muestreo. Esta complejidad ha limitado hasta
ahora los trabajos del Departamento de Electr�onica a validaciones a nivel deSoftware-in-the-Loop,
lo que signi�ca que el controlador es simulado utilizando su descripci�on de hardware en un lenguaje
como Verilog.

En el contexto de validaci�on experimental de algoritmos MPC, las plataformas de prototipado
r�apido representan una herramienta potencialmente valiosa para acelerar el desarrollo y validaci�on a
nivel de sistema. Estas plataformas proveen entornos de desarrollo integrados que combinan soporte
de hardware con herramientas de dise~no a distintos niveles de abstracci�on, y normalmente incluyen
perif�ericos como conversores an�alogo-digitales con interfaces con�gurables, m�odulos de protecci�on,
herramientas de visualizaci�on, y soporte para entornos de desarrollo de alto nivel como Matlab y
Simulink. Estas caracter��sticas permiten reducir signi�cativamente las barreras de entrada asociadas
a la implementaci�on y experimentaci�on. No obstante, el uso de plataformas de prototipado r�apido
presenta tambi�en limitaciones importantes. En muchos casos, estas plataformas est�an dise~nadas para
operar exclusivamente con librer��as propietarias y bloques precompilados, lo que restringe el control
del usuario sobre los procesos subyacentes. Esto puede di�cultar la incorporaci�on de aceleradores
personalizados, optimizados a bajo nivel, que han sido reportados en la literatura precisamente para
maximizar e�ciencia en el uso de recursos. Como resultado, la portabilidad de estos desarrollos a
plataformas de prototipado puede verse comprometida. Adicionalmente, estas plataformas presen-
tan una curva de aprendizaje pronunciada y la documentaci�on t�ecnica disponible es limitada, en
especial en lo relativo a detalles de implementaci�on de esquemas de control predictivo. Esta falta de
transparencia di�culta la replicabilidad de resultados y la evaluaci�on comparativa entre diferentes
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soluciones propuestas.

Esta tesis propone y valida procedimientos de dise~no basado en modelos e integraci�on de lazos
MPC impl��citos y expl��citos acelerados con FPGA en una plataforma de control por prototipado
r�apido. Espec���camente, se considera el uso de MicroLabBox [9] de dSPACE, la cual es ampliamente
usada en la industria y en entornos de investigaci�on acad�emica. Se integrar�an lazos de control,
evaluando su efectividad en una planta f��sica bajo condiciones operativas realistas, lo que signi�ca
considerar restricciones y desaf��os presentes en un entorno de producci�on, como la interacci�on con
hardware diverso o variabilidad en las se~nales de entrada y salida. Se usar�a la plataforma dSPACE
para realizar una caracterizaci�on detallada de la latencia del lazo, considerando todas las etapas
necesarias desde la adquisici�on de datos hasta la generaci�on de la actuaci�on correspondiente. Como
plantas se considera un servomotor para la validaci�on de los procedimientos y un prototipo de
Recursos Energ�eticos Distribuidos (DER) a escala de laboratorio para una aplicaci�on que se bene�cie
de la aceleraci�on por hardware. A partir de esto, se busca derivar directrices para realizar un mejor
uso de recursos y obtener estimaciones tempranas de desempe~no y requerimientos que faciliten la
posterior implementaci�on en plataformas embebidas especializadas.

1.2. Planteamiento del problema

Esta tesis aborda como problem�atica central la necesidad de desarrollar procedimientos para la
implementaci�on y caracterizaci�on de lazos MPC, con �enfasis en la validaci�on funcional del lazo de
control luego de integrar aceleradores de hardware con las dem�as tareas de control necesarias para
cerrar el lazo.

Mediante la utilizaci�on de la plataforma MicroLabBox de dSPACE, se obtendr�an mediciones
precisas de los tiempos de procesamiento para diversas implementaciones de MPC, tanto impl��ci-
tas como expl��citas. Esto proporcionar�a directrices para alcanzar latencias objetivo en el orden de
los microsegundos, facilitando la selecci�on de per��odos adecuados que garanticen la prevenci�on de
excedencias, mientras se consideran las variaciones en los tiempos de ejecuci�on (jitter ) y sus in-
certidumbres asociadas. La validaci�on del 
ujo de dise~no se realizar�a hasta nivel f��sico, empleando
observadores de estado con acci�on integral en un motor DC, donde se experimentar�a con diferentes
restricciones y representaciones num�ericas, tanto en punto �jo como 
otante. Posteriormente, este

ujo se aplicar�a hasta el nivel de SIL en una aplicaci�on real de electr�onica de potencia que requiere
garant��as espec���cas de funcionamiento.

Para comprender mejor el proceso, la Figura 1.1 ilustra el esquema general de las etapas que
constituyen un lazo MPC en una implementaci�on pr�actica con observadores de estado. El proceso
inicia con la fase de sensado, donde se captura y digitaliza la se~nal anal�ogica mediante un conversor
an�alogico-digital. Posteriormente, se ejecuta la fase de actuaci�on, que transforma la se~nal digital en
una acci�on f��sica que act�ua directamente sobre el sistema a trav�es de un conversor digital-an�alogico.
Esta secuencia se dise~n�o espec���camente para evitar interferencias durante el muestreo. El sistema
incorpora, adem�as del c�alculo de la actuaci�on �optima, un sistema de observadores que opera en dos
fases: primero, realiza una estimaci�on de los estados no medibles antes del c�alculo, y segundo, genera
una predicci�on de la siguiente salida despu�es del c�alculo, la cual servir�a como base para la estimaci�on
en el ciclo siguiente. Es importante destacar que en este esquema, la actuaci�on precede al c�alculo,
utilizando la actuaci�on determinada en el ciclo anterior.

Este enfoque va m�as all�a del mero c�alculo de optimizaci�on, incorporando aspectos cr��ticos como
la adquisici�on y conversi�on de se~nales, la estimaci�on de estados y la comunicaci�on entre dispositivos.
Si bien los recientes avances en aceleradores de hardware y algoritmos de optimizaci�on han logrado
reducir signi�cativamente los tiempos de ejecuci�on en los c�alculos de optimizaci�on, existe a�un una
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Fig. 1.1: Diagrama temporal de las etapas de un lazo MPC con observadores.

carencia notable en la validaci�on pr�actica que permita medir con precisi�on la latencia total del lazo
de control y sus etapas espec���cas, desde la adquisici�on inicial de datos hasta la aplicaci�on �nal
de la acci�on de control. Aunque la implementaci�on de MPC en plataformas de prototipado r�apido
como dSPACE facilita la integraci�on de estos avances, todav��a no se ha realizado una caracteri-
zaci�on exhaustiva de c�omo cada componente del lazo in
uye en la latencia total bajo diferentes
con�guraciones de implementaci�on.

1.3. Alcances y contribuciones

Esta tesis considera los siguientes alcances:

No se hacen innovaciones en los algoritmos existentes, sino que se desarrollan y validan pro-
cedimientos para explorar y validar implementaciones para controlar sistemas f��sicos en un
entorno con ruido y perturbaciones que pueden ya estar planteadas a nivel de simulaci�on.

Las contribuciones de esta tesis son las siguientes:

Validaci�on y an�alisis temporal detallado de lazos MPC impl��citos y expl��citos con aceleraci�on
por hardware, controlando plantas f��sicas en entornos con ruido y perturbaciones.

Documentaci�on para el 
ujo de trabajo y proceso de implementaci�on en la MicroLabBox. Esta
documentaci�on y los c�odigos utilizados quedar�an disponibles, facilitando su reproducibilidad.

Entregar directrices para dise~nar un lazo MPC considerando restricciones, uso de recursos y
garant��as de tiempo real.

Aplicaci�on de los procedimientos propuestos para acelerar el lazo de control de un problema
real asociado a electr�onica de potencia que requiere garant��as de latencia.

1.4. Organizaci�on del documento

El contenido que sigue en este informe est�a organizado de la siguiente forma:

Cap��tulo 2: Se explica la teor��a necesaria para entender las implementaciones. Esto incluye
teor��a general de control, el desarrollo matem�atico de MPC como problema de optimizaci�on,
los m�etodos a utilizar tanto para MPC impl��cito como expl��cito y una explicaci�on general de
las herramientas relevantes.
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Cap��tulo 3: Se exponen detalladamente los 
ujos de dise~no que se utilizan para las implemen-
taciones de MPC impl��cito y expl��cito.

Cap��tulo 4: Se validan los 
ujos de dise~no en un servomotor, realizando exploraciones de
recursos y an�alisis temporales de los lazos de control.

Cap��tulo 5: Se aplica el 
ujo de dise~no de MPC expl��cito hasta Software-in-the-Loop para una
planta m�as compleja, espec���camente un DER.

Cap��tulo 6: Se resume lo logrado en este trabajo de tesis y se proponen direcciones de trabajo
futuro.



Cap��tulo 2

ANTECEDENTES

Este cap��tulo presenta el marco te�orico sobre el cual se construye esta tesis. La primera secci�on
introduce conceptos fundamentales de MPC, comenzando por el problema general de control con
observadores de estado incluidos, para luego plantear el problema de optimizaci�on asociado a MPC
como un problema de programaci�on cuadr�atica (QP). Se explica adem�as como resolver la formulaci�on
impl��cita de MPC utilizando ADMM para resolver el problema QP, y la formulaci�on expl��cita utili-
zando redes neuronales arti�ciales para aproximar la ley de control. En la �ultima secci�on se describe
brevemente qu�e es una FPGA y en qu�e consiste un plataforma de prototipado r�apido, entregando
detalles de la plataforma dSPACE con la cual se implementar�an los lazos de control.

2.1. Control Predictivo por Modelo

El control predictivo basado en modelos (Model Predictive Control, MPC) es una t�ecnica de
control avanzada que se basa en utilizar un modelo en variables de estado de una planta para
predecir su comportamiento a lo largo de un horizonte �nito N de futuros instantes de muestreo.
En cada instante k, la acci�on de control uk se determina mediante la minimizaci�on de una funci�on
de costo que pondera el error de la salida y la magnitud de la entrada a lo largo del horizonte. El
resultado de esta optimizaci�on es una secuencia de acciones �optimas, de las cuales solo se implementa
la primera en el sistema. Este enfoque, conocido comoreceding horizon, implica que el problema de
optimizaci�on se resuelve nuevamente en el siguiente instante, desplazando el horizonte hacia adelante
considerando el nuevo instante inicial.

En general las implementaciones de MPC pueden categorizarse como impl��citas o expl��citas. Las
formulaciones impl��citas resuelven el problema de optimizaci�on para el estado actual del sistema
de maneraonline, es decir, en tiempo real y continuamente mientras el sistema est�a en operaci�on.
Por otro lado, las formulaciones expl��citas resuelven el problema de manerao�ine , esto signi�ca
que las soluciones para los posibles estados del sistema se resuelven de antemano y se almacenan en
memoria, por lo que en tiempo de ejecuci�on debe efectuarse un proceso de b�usqueda de la soluci�on.

Una de las principales ventajas de MPC en relaci�on a t�ecnicas de control cl�asicas como PID, es que
permite el control de sistemas multivariables considerando expl��citamente restricciones operacionales
en los valores de entradas, salidas, y estados internos del sistema a controlar.

2.1.1. Formulaci�on del problema de control

Para la formulaci�on del problema de control en tiempo discreto, se utilizar�a un modelo de-
termin��stico, lineal e invariante en el tiempo de la planta a controlar. Esto permite expresar las

6
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Fig. 2.1: Esquema de control digital.

ecuaciones del sistema a controlar en variables de estado discreto, que consideran estados,m entra-
das y p salidas discretizadas. Si no se consideran perturbaciones, para cada instantek los estados
xk 2 Rn , entradas uk 2 Rm y las salidasyk 2 Rp se relacionan mediante las ecuaciones:

xk+1 = A xk + B uk (2.1.1)

yk = Cxk + D uk ; (2.1.2)

donde las matricesA 2 Rn � n ; B 2 Rn � m ; C 2 Rp� n ; D 2 Rp� m representan las din�amicas del
sistema. La matriz D se denomina matriz de paso directo, y se asumir�a como cero. Se asume
tambi�en que los estados pertenecen a un conjuntoX � Rn de estados factibles y las actuaciones a
un conjunto U � Rm de actuaciones factibles.

Es importante mencionar que aunque el modelo utilizado del sistema sea en tiempo discreto, en
general las din�amicas del sistema son en tiempo continuo. La Figura 2.1 presenta el esquema general
de control discreto, donde las salidas del sistema (o a veces tambi�en los estados) son medidas y
discretizadas a trav�es de sensores, para luego resolver el problema de control en alg�un dispositivo.
El objetivo del control es llevar la salida del sistemay(t) a una referenciar (t), que discretizada se
representa comor k . En base a las mediciones, estimaciones y la referenciar k , el controlador deter-
mina una actuaci�on uk , la cual est�a representada digitalmente. Mediante un accionador que requiere
energ��a, esta se~nal digital es convertida a una cantidad f��sicau(t) (por ejemplo, voltaje) , que es la
que �nalmente interact�ua con el sistema f��sico. Adem�as, las l��neas punteadas representan elementos
del lazo que a menudo se omiten en representaciones simpli�cadas. Entre ellos se encuentran las
perturbaciones de entradad(t) y de salida n(t), las suelen despreciarse aunque est�an presentes en
sistemas reales. Asimismo, se consideran la medici�on y estimaci�on de algunos estados internos del
sistema, denotados comoxmed

k y x̂k , respectivamente. Si bien algunos esquemas de control se ba-
san �unicamente en las salidas para compararlas con la referencia, en el caso de MPC es necesario
disponer de un modelo del sistema que permita predecir los estados futuros. Dado que no todos los
estadosx(t) son directamente medibles (o resulta poco conveniente hacerlo), suele recurrirse al uso
de observadores de estado para su estimaci�on.
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2.1.2. Observadores de estado

Para realizar control predictivo basado en modelos, es necesario contar con un modelo del sistema
a controlar para hacer las predicciones de los estados siguientes. Estas predicciones utilizan los
estados del sistema, pero en general no todos los estadosxk son medibles (o econ�omicamente viable
hacerlo), por lo que puede ser necesario utilizar estimaci�on de estados. En esta secci�on se comienza
formulando un observador de estado b�asico, para luego incluir perturbaciones de entrada en un
observador extendido.

Observador de estado b�asico

Consideraremos un sistema en variables de estado discreto de la siguiente forma:

xk+1 = A xk + B uk (2.1.3)

yk = Cxk (2.1.4)

Para la formulaci�on de un observador de estado b�asico (o de Luenberger), comenzamos por de�nir
el estado estimado ^xk 2 Rn y la salida estimadaŷk+1 2 Rp:

x̂k = A x̂k � 1 + B uk � 1 + L x (yk � 1 � ŷk � 1) (2.1.5)

ŷk = Cx̂k ; (2.1.6)

donde la matriz de ganancia del observadorL x 2 Rn � p es una matriz de ganancia que debe dise~narse
y que corrige la estimaci�on de los estados seg�un el error observado en la salida. Para analizar este
error, se de�ne el error de estimaci�on de los estados:

~xk = xk � x̂k ; (2.1.7)

obteniendo con esto:

~xk+1 = A xk + B uk � A x̂k � B uk � L x (yk � ŷk ) (2.1.8)

= A xk � A x̂k � L x (Cxk � Cx̂k ) (2.1.9)

= ( A � L x C)~xk : (2.1.10)

Esta �ultima ecuaci�on implica que para garantizar que ~xk ! 0, se debe dise~nar la matriz de
ganancia del observador de tal manera que la matrizA � L x C tenga sus autovalores dentro del
c��rculo unitario complejo abierto (v�ease [10], Cap��tulo 4, para un tratamiento detallado del dise~no
de observadores y la colocaci�on de polos en sistemas discretos.).

Observador aumentado

En la pr�actica, el sistema puede verse afectado por perturbaciones de entradad(t) y/o pertur-
baciones de salidan(t), como se ilustra en la Figura 2.1. Para incorporarlas en el modelo en espacio
de estados discretizado, se consideran sus versiones discretas. Al incluir una perturbaci�on de entra-
da dk 2 Rm y una perturbaci�on de salida nk 2 Rp, las ecuaciones del sistema se modi�can de la
siguiente forma:
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xk+1 = A xk + B uk + B dk (2.1.11)

yk = Cxk + nk (2.1.12)

Consideraremos en particular cuando existe una perturbaci�on de entrada constante, es decir que
cumple:

dk+1 = dk ; (2.1.13)

la cual se incluye en un estado aumentadozk 2 Rn + m :

zk =
�
xk

dk

�
; (2.1.14)

con el cual se plantea un sistema aumentado como:

�
xk+1

dk+1

�
=

�
A B

0m � n 1m � m

�

| {z }
A z

�
xk

dk

�
+

�
B

0m � m

�

| {z }
B z

uk (2.1.15)

yk =
�
C 0 p� m

�

| {z }
C z

�
xk

dk

�
: (2.1.16)

Luego la estimaci�on del estado aumentado queda de�nida por:

ẑk = A z ẑk � 1 + B zuk � 1 + L z (yk � 1 � ŷk � 1) (2.1.17)

ŷk = C z ẑk ; (2.1.18)

donde la matriz A z � L zC z tiene sus autovalores dentro del c��rculo unitario complejo abierto(v�ease
[10], Cap��tulo 4, para un tratamiento detallado del dise~no de observadores y la colocaci�on de polos
en sistemas discretos). La estimaci�ond̂k se utiliza para modi�car la entrada a aplicar al sistema (ver
Figura 2.1). La ecuaci�on (2.1.32) considera c�omo la perturbaci�on afecta a los estados y la actua-
ci�on en estado estacionario, y la expresi�on (2.1.35) muestra c�omo modi�car la actuaci�on aplicada
considerando la perturbaci�on estimada.

Etapas del lazo de control con observadores

Considerando las estimaciones de estados reci�en planteadas, el lazo de control estar��a compuesto
por las etapas que se muestran en la Figura 2.2, y que se detallan a continuaci�on:

1. Sensado:El sistema se encuentra en el estadoxk � 1 y se realizan las mediciones de la salida
yk � 1.

2. Actuaci�on: Se aplica la entradauk � 1 calculada en la iteraci�on anterior, y ahora el sistema se
encuentra en el estadoxk .
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3. Estimaci�on: Se realiza la estimaci�onx̂k del nuevo estado. Notar que se cuenta con la estimaci�on
de la salida ŷk � 1 realizada en la iteraci�on anterior.

4. C�alculo: Con la informaci�on disponible, se realiza el c�alculo de la actuaci�on uk que se aplicar�a
en la siguiente iteraci�on.

5. Predicci�on: Se realiza la estimaci�onŷk de la siguiente salida a medir.

Fig. 2.2: Diagrama temporal de las etapas de un lazo MPC t��pico con observadores.

En la Figura 2.2 se muestra que el sensado comienza antes de la actuaci�on para que esta no
inter�era con la medici�on y el sistema se estabilice mientras se realizan los c�alculos posteriores.
Adem�as, el c�alculo de la actuaci�on y la predicci�on pueden hacerse paralelamente, y en el diagrama
se asume que el c�alculo de la predicci�on demora menos tiempo que el c�alculo de la actuaci�on.

2.1.3. Problema de optimizaci�on

Los problemas MPC que cuentan con restricciones lineales y un modelo lineal e invariante en
el tiempo de la planta, pueden plantearse como problemas de programaci�on cuadr�atica (QP), que
consiste en un problema de optimizaci�on con una funci�on de costo cuadr�atica y restricciones lineales.

Funcional de costo

El funcional de costo asociado a este problema de optimizaci�on pondera el error en la salida y la
magnitud de la entrada en cada instante del horizonte. Para de�nir la funci�on de costo, se de�ne el
error ek 2 Rp como la diferencia entre la referenciar k y la salida yk :

ek = r k � yk : (2.1.19)

Por simplicidad del an�alisis, se comienza suponiendo que la referencia esr k = 0, para luego
agregar referencias no nulas una vez ya planteado el problema. Se considera el error cuadr�atico para
la funci�on de costo preliminar J pre

k :

J pre
k = eT

k ek = yT
k yk ; (2.1.20)

en la cual al utilizar la expresi�on para la salida en (2.1.4) se obtiene:

J pre
k = xT

k CT C| {z }



xk = xT
k 
 xk ; (2.1.21)
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donde
 2 Rn � n es la matriz de pesos que pondera los estados en la funci�on de costo. Para plantear la
funci�on de costo completa, se considera adem�as la magnitud de las actuaciones, ya que al implementar
un algoritmo de control deben considerarse factores el desgaste de los componentes, seguridad de
operaci�on, consumo de energ��a, entre otros. Se introduce la matriz de pesos� 2 Rm � m para ponderar
las entradas en la funci�on de costo:

Jk = � � xT
k 
 xk + uT

k � uk ; (2.1.22)

donde � > 0 es un factor de regularizaci�on que pondera los elementos de la funci�on de costo. Al
elegir � < 1, se disminuye la magnitud de los picos en la actuaci�on si alguna se~nal de control, como
por ejemplo la referencia, cambia de un instante a otro. Por simplicidad, en el resto del desarrollo
se considera que� = 1.

Para MPC se considera el costo asociado a todas las futuras entradas dentro del horizonte de
predicci�on N , por lo que la funci�on de costo total resultante es:

J (x0; ~x; ~u) =
N � 1X

k=0

�
xT

k 
 xk + uT
k � uk

�
+ xT

N 
 N xN ; (2.1.23)

donde ~u = [ uT
0 ; :::; uT

N � 1]T 2 Rm �N es un vector que contiene la secuencia de actuaciones dentro del
horizonte de predicci�on y ~x = [ xT

1 ; :::; xT
N ]T 2 Rn �N es el vector que contiene la secuencia de estados.

Las matrices de pesos son elegidas tales que son semi-de�nidas positivas, y la matriz
 N se elige
resolviendo la ecuaci�on de Riccati para LQR, con el �n de aproximar el comportamiento de un lazo
MPC de horizonte in�nito.

Restricciones

En cuanto a las restricciones, estas se consideran como lineales para los estados y actuaciones,
es decir, los conjuntos factibles se expresan como:

X = f x 2 Rn : C x x � cx g; (2.1.24)

U = f u 2 Rn : Cu u � cu g; (2.1.25)

donde C x 2 Rr x � n ; cx 2 Rr x ; Cu 2 Rr u � m ; cu 2 Rr u siendo r x y r u el n�umero de restricciones por
vector de estados y por vector entradas respectivamente.

Problema QP

Considerando la funci�on de costo planteada y las restricciones, el problema de optimizaci�on para
encontrar la secuencia de entradas �optimas~u� = [ u�

0
T ; :::; u� T

N � 1]T 2 Rm �N puede plantearse como

m��n
~u

N � 1X

k=0

�
xT

k 
 xk + uT
k � uk

�
+ xT

N 
 N xN (2.1.26)

sujeto a xk+1 = A xk + B uk ;

C x xk+1 � cx ;

Cu uk � cu ;

8k = 0 ; :::; N � 1:
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Para obtener restricciones de tipo caja, se pueden elegir las matricesC x y Cu utilizando matrices
identidad como C x = [ I n � n ; � I n � n ]T y Cu = [ I m � m ; � I m � m ]T respectivamente, y los vectorescx y
cu comocx = [ xmax ; � xmin ]T y cu = [ umax ; � umin ]T respectivamente. Para este tipo de restricciones,
se tiene quer x = 2n y r u = 2m.

En esta formulaci�on, x0 es el vector de estado inicial, el cual representa el vector de estado actual
del sistema y por lo tanto puede cambiar luego de cada iteraci�on. Es importante destacar que esto
requiere conocer los estados actuales del sistema, ya sea midi�endolos directamente o estim�andolos, por
ejemplo, mediante observadores. Por el momento, el vector de estado inicial es la �unica informaci�on
no constante necesaria para resolver el problema de optimizaci�on; sin embargo, a continuaci�on se
incluir�a tambi�en la referencia como parte del problema de optimizaci�on.

2.1.4. Seguimiento de referencia y consideraci�on de perturbaci�on de entrada

En la formulaci�on del problema de optimizaci�on (2.1.26) se asume la referencia como cero, y
por lo tanto el estado inicial x0 es la �unica informaci�on no constante que se utiliza para resolver
el problema. Para incluir referencias no nulas y lograr que la salida en estado estacionario tienda
a la referencia (es deciry1 ! r ), se reescriben (2.1.11) y (2.1.12) en estado estacionario para,
considerando un error de salida despreciable y una perturbaci�on de entrada constante:

x1 = A x1 + B u1 + B d̂ (2.1.27)

y1 = Cx1 ;

dondex1 representa a los estados en estado estacionario yu1 a la actuaci�on en estado estacionario.
Notar que si se hace el cambio de variable �yk = yk � y1 , el problema de control se vuelve equivalente a
un problema con referencia cero. Para replantear el problema de esta manera, se restan las ecuaciones
de estado de las ecuaciones en estado estacionario (dado que la perturbaci�on est�a modelada como
constante, se considera quêdk = d̂):

xk+1 � x1 = A (xk � x1 ) + B (uk � u1 ) (2.1.28)

yk � y1 = C(xk � x1 )

Se observa que el problema con referencia es equivalente a un problema de referencia cero cuando
se considera un cambio de variable para los estados y las actuaciones:

�xk = xk � x1 (2.1.29)

�uk = uk � u1 (2.1.30)

Para encontrar x1 y u1 se reescriben las ecuaciones en estado estacionario como sistema de
ecuaciones matricial y se reemplazay1 por la referenciar :

�
A � I n � n B

C 0 p� m

�

| {z }
T

�
x1

u1

�
=

�
� B d̂

r

�
(2.1.31)

=)
�
x1

u1

�
= T � 1

�
� B d̂

r

�
; (2.1.32)
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donde la matriz T 2 R(n + p) � (n + m ) se asume invertible. Este sistema de ecuaciones permite calcular
los vectoresx1 y u1 en funci�on de la referencia deseada. Luego, si consideramos el sistema con las
ecuaciones

�xk+1 = A �xk + B �uk (2.1.33)

�yk = C �xk ;

se puede repetir el desarrollo utilizado para plantear el problema de optimizaci�on (2.1.26). De esta
manera, se llega al problema

m��n
~�u

N � 1X

k=0

�
�xT

k 
 �xk + �uT
k � �uk

�
+ �xT

N 
 N �xN (2.1.34)

sujeto a �xk+1 = A �xk + B �uk ;

C x �xk+1 � cx � C x x1 ;

Cu �uk � cu � Cu u1 ;

8k = 0 ; :::; N � 1:

Es importante destacar que este problema de optimizaci�on encuentra la secuencia de entradas des-
viadas �optimas, por lo que la siguiente actuaci�on a aplicar es:

u�
0 = �u�

0 + u1 : (2.1.35)

2.1.5. Formulaci�on densa del problema QP

El objetivo ahora es plantear la formulaci�on QP densa de un problema MPC, a partir del plan-
teamiento en variables de estado del sistema y del problema de optimizaci�on obtenido en la secci�on
anterior. Al �nal de la secci�on, los problemas expresados en (2.1.26) y en (2.1.34) quedan expre-
sados como problemas QP est�andar. Por simplicidad se utiliza la notaci�on del primero, pero estos
problemas (sin y con referencia) tienen la misma forma y por lo tanto el desarrollo puede aplicarse
a ambos. Un problema QP est�andar tiene la siguiente forma:

m��n
~u

1
2

~uT Q~u + ~qT ~u (2.1.36)

sujeto a R~u � ~c:

Formulaci�on densa vs formulaci�on sparse

Para formular un problema MPC como un problema QP, este puede representarse en una de
dos formas: densa osparse. La formulaci�on densa utiliza como variables de decisi�on �unicamente
las acciones de control~u, mientras que la formulaci�on sparse incluye tambi�en los estados ~x como
parte de las variables de decisi�on. Dependiendo de la formulaci�on elegida, el n�umero de variables de
decisi�on NQP y el n�umero total de restricciones M QP se determinan seg�un las siguientes expresiones:

Densa: NQP = Nm y M QP = N (r x + r u )

Sparse: NQP = N (n + m) y M QP = N (r x + r u )
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Aunque la formulaci�on sparse del problema sea de mayor dimensi�on que la formulaci�on densa,
tiene la ventaja de que la matriz Q tiene un elevado n�umero de valores nulos. Para aprovechar
esto, se requiere el uso de estructuras de datos especializadas que compriman las matrices y eviten
almacenar y realizar operaciones con los valores nulos [11].

En este trabajo se utilizar�a la formulaci�on densa, debido a que resulta en un problema de dimen-
si�on menor sin la necesidad de utilizar estructuras de datos especializadas, lo cual puede ser m�as
desa�ante a nivel de implementaci�on. A continuaci�on se desarrolla matem�aticamente la formulaci�on
densa para los problemas de optimizaci�on planteados en (2.1.26) y en (2.1.34), utilizando la notaci�on
del primero por simplicidad.

Restricciones de evoluci�on de estados

Se comienza por expresar las restricciones (de igualdad) de la evoluci�on de los estados y el
funcional de costo de manera m�as compacta, utilizando la misma notaci�on vectorial que en (2.1.23)
para los estados y actuaciones. Para la evoluci�on de los estados se reemplaza iterativamente la
ecuaci�on del estado anterior en el siguiente, obteniendo:

~x =

2

6
6
6
6
6
4

A
A 2

...
A N � 1

A N

3

7
7
7
7
7
5

| {z }
E

x0 +

2

6
6
6
6
6
6
4

B 0 0 : : : 0 0
AB B 0 : : : 0 0

...
...

...
. . .

...
...

A N � 2B A N � 3B : : : : : :
. . . 0

A N � 1B A N � 2B : : : : : : AB B

3

7
7
7
7
7
7
5

| {z }
F

~u (2.1.37)

= Ex0 + F~u; (2.1.38)

donde E 2 R(n �N ) � n y F 2 R(n �N ) � (m �N ) , y cada elemento0 en la matriz F representa a la matriz
0n � m .

Funcional de costo

En cuanto al funcional de costo, este se expresa como:

J (x0; ~x; ~u) = xT
0 
 x0 + ~xT

2

6
6
6
4


 0 : : : 0
0 
 : : : 0
...

...
. . .

...
0 : : : : : : 
 N

3

7
7
7
5

| {z }
G

~x + ~uT

2

6
6
6
4

� 0 : : : 0
0 � : : : 0
...

...
. . .

...
0 : : : : : : �

3

7
7
7
5

| {z }
H

~u (2.1.39)

= xT
0 
 x0 + ~xT G~x + ~uT H ~u; (2.1.40)

donde G 2 R(n �N ) � (n �N ) y H 2 R(m �N ) � (m �N ) , y cada elemento0 en las matricesG y H representa
a la matrices 0n � n y 0m � m respectivamente.

Para expresar el funcional de costo solo en funci�on del estado inicial y las actuaciones, se reem-
plaza la expresi�on (2.1.38) en (2.1.40), obteniendo:
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J (x0; ~u) = xT
0 
 x0 + ( Ex0 + F~u)T G(Ex0 + F~u) + ~uT H ~u (2.1.41)

= xT
0 
 x0 + xT

0 ET GE x0 + xT
0 ET GF ~u + ~uT FT GE x0 + ~uT FT GF ~u + ~uT H ~u (2.1.42)

= xT
0 (
 + ET GE )x0 + xT

0 ET GF ~u + ~uT FT GE x0 + ~uT (FT GF + H )~u: (2.1.43)

En esta �ultima expresi�on, el primer t�ermino es una constante que no depende de las variables
de decisi�on, por lo que se puede remover del funcional de costo. Adem�as, dado que la matriz
 es
sim�etrica (y asumiendo que 
 N tambi�en lo es), la matriz E tambi�en es sim�etrica, por lo que los
t�erminos intermedios son el traspuesto uno del otro, y considerando que son escalares, se concluye
que estos t�erminos son iguales. Por lo tanto, el funcional de costo �nalmente se expresa como:

J (x0; ~u) = ~uT (FT GF + H )~u + 2xT
0 ET GF ~u: (2.1.44)

Esta expresi�on ya tiene la forma del funcional de costo de un problema QP en forma est�andar con
variables de decisi�on ~u, donde la matriz Q 2 R(m �N ) � (m �N ) y el vector ~q 2 Rm �N quedan de�nidos
por las expresiones:

1
2

Q = FT GF + H ; (2.1.45)

~qT = 2xT
0 ET GF : (2.1.46)

Restricciones de desigualdad

Para expresar las restricciones de desigualdad de manera m�as compacta, se de�nen las matri-
ces R x 2 R( r x �N ) � (n �N ) ; R u 2 R( r u �N ) � (m �N ) y los vectores ~cx 2 Rr x �N ; ~cu 2 Rr u �N mediante las
expresiones:

2

6
4

C x : : : 0r x � n
...

. . .
...

0r x � n : : : C x

3

7
5

| {z }
R x

~x �

2

6
4

cx
...

cx

3

7
5

| {z }
~cx

;

2

6
4

Cu : : : 0r u � m
...

. . .
...

0r u � m : : : Cu

3

7
5

| {z }
R u

~u �

2

6
4

cu
...

cu

3

7
5

| {z }
~cu

; (2.1.47)

y al reemplazar la ecuaci�on (2.1.38) en estas expresiones, se obtiene:

R x F~u � ~cx � R x Ex0; (2.1.48)

R u ~u � ~cu : (2.1.49)

Con estas desigualdades, se puede obtener la desigualdad para un problema QP en forma est�andar
con variables de decisi�on~u, donde la matriz R 2 R( r u �N + r x �N ) � (m �N ) y el vector ~c2 R( r u �N + r x �N ) se
de�nen como:

R =
�
R x F
R u

�
; (2.1.50)

~c=
�
~cx � R x Ex0

~cu

�
: (2.1.51)
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Con esto, las matrices y vectores utilizados en el problema QP est�andar (2.1.36), quedan de�nidos
por las expresiones (2.1.45), (2.1.46), (2.1.50) y (2.1.51), con lo que se cumple el objetivo de esta
secci�on. En la siguiente secci�on se explica c�omo utilizar el algoritmo num�erico ADMM para resolver
este problema QP.

2.2. ADMM para MPC impl��cito

Una vez que el problema QP de�nido en (2.1.34) queda expresado en forma de problema QP
est�andar (2.1.36), se pueden plantear algoritmos iterativos para aproximarse a la soluci�on �opti-
ma. En esta secci�on se describe el algoritmo num�ericoAlternating Direction Method of Multipliers
(ADMM) [2, 12], el cual dado sus caracter��sticas, se elige para resolver en FPGA el problema QP
asociado a la formulaci�on impl��cita de MPC.

Las formulaciones impl��citas de MPC resuelven el problema de optimizaci�on para el estado actual
del sistema de maneraonline, es decir, en tiempo real y continuamente mientras el sistema est�a
en operaci�on. Esto tiene como desventaja que el problema de optimizaci�on debe resolverse por
cada c�alculo de un solo valor de actuaci�on, y por lo tanto requiere una cantidad signi�cativa de
procesamiento y memoria en comparaci�on con las t�ecnicas de control m�as tradicionales como PID.
En este contexto, la elecci�on del m�etodo num�erico a utilizar se torna particularmente relevante.

Para resolver el problema QP en FPGA, en general se han utilizado tres tipos de m�etodos:
Interior Point (IPM) [13], Active Set (ASM) [14] y m�etodos de primer orden. Los m�etodos de punto
interior (IPM) resuelven de manera iterativa un conjunto de problemas lineales que aproximan el
�optimo, ofreciendo alta precisi�on, pero con una complejidad computacional elevada que los hace
poco atractivos para implementaciones en hardware. Los m�etodos de conjunto activo (ASM), por
su parte, identi�can y actualizan iterativamente el conjunto de restricciones activas, lo que puede
ser e�ciente en problemas de baja dimensi�on, aunque su rendimiento decrece en sistemas grandes
debido a las operaciones de factorizaci�on requeridas. Finalmente, los m�etodos de primer orden, que
s�olo requieren gradientes y operaciones matriciales simples, ofrecen menor precisi�on asint�otica pero
una gran ventaja en t�erminos de velocidad y paralelizaci�on en FPGA. Dentro de esta �ultima categor��a
se ha propuesto el uso de Fast Gradient Method (FGM) [15], as�� como tambi�en combinaciones de
FGM con un Lagrangiano Aumentado [16],Alternating Method of Multipliers (ADMM) [3], entre
otros.

En particular, ADMM es un m�etodo de primer orden que ha recibido atenci�on recientemente,
debido a que en la pr�actica se logra la convergencia en relativamente pocas iteraciones, las operaciones
realizadas en cada iteraci�on son paralelizables, y el manejo de restricciones es m�as 
exible comparado
con otros m�etodos de primer orden [3].

2.2.1. Formulaci�on de ADMM general

Se comienza por plantear ADMM para un problema de optimizaci�on convexo con restricciones
lineales de igualdad tiene la siguiente forma:

m��n
x

f (x) (2.2.1)

sujeto a A x = b;

donde x 2 Rn , b 2 Rm y f (x) es una funci�on convexa. El problema QP est�andar (2.1.36) es un caso
particular del problema de optimizaci�on planteado en (2.2.1), y en la siguiente secci�on se explica
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c�omo adaptar la formulaci�on de ADMM de esta secci�on para aplicarlo espec���camente a un problema
QP.

ADMM en particular, se enfoca en optimizar dos variables de decisi�on introduciendo la variable
z 2 Rn , dividiendo adem�as la funci�on de costo en dos partes convexas. El nuevo problema a optimizar
es:

m��n
x;z

f (x) + g(z) (2.2.2)

sujeto a A x + B z = c;

donde c 2 Rm y f (x) y g(z) son funciones convexas.

En base a este problema se propone un Lagrangiano Aumentado:

L � (x; z; � ) = f (x) + g(z) + � T (A x + B z � c) +
�
2

jjA x + B z � cjj2
2; (2.2.3)

donde � > 0. Utilizando el cambio de variableu = �=� , el Lagrangiano puede expresarse como:

L � (x; z; u) = f (x) + g(z) +
�
2

jjA x + B z � c + ujj2
2 +

�
2

jjujj2
2: (2.2.4)

En base a este Lagrangiano, se plantean las ecuaciones para obtener los valores �optimos de las
variables de decisi�on y la variable dual:

x (k+1) = arg m��n
x

�
f (x) +

�
2






 A x + B z(k ) � c + u(k )








2

2

�
; (2.2.5)

z(k+1) = arg m��n
z

�
g(z) +

�
2






 A x (k+1) + B z � c + u(k )








2

2

�
; (2.2.6)

u(k+1) = u(k ) + A x (k+1) + B z(k+1) � c: (2.2.7)

El proceso de optimizaci�on se hace iterativamente alternando las b�usquedas de cada variable por
separado, comenzando con la variablex (k+1) , para luego utilizar este valor �optimo para encontrar
la variable z(k+1) �optima, y �nalmente se utilizan estos valores para actualizar a la variable dual
u(k+1) . De esta manera, se realizan varias iteraciones con el �n de encontrar el m��nimo global de la
funci�on f (x) + g(z).

2.2.2. Formulaci�on de ADMM para un problema QP

El objetivo ahora es formular ADMM para un problema QP en forma est�andar como el planteado
en (2.1.36), utilizando un solver cuyas caracter��sticas presentan ventajas para ser implementado
en FPGA [12]. El problema QP es den variables de decisi�on y m restricciones, y notar que las
restricciones de ADMM son de igualdad pero las restricciones del problema QP est�andar son de
desigualdad. Para esto se introduce la variable de holguraz 2 Rm , y se formula ADMM de la
manera mostrada en (2.2.2):

m��n
x;z

f (x )
z }| {
1
2

xT Qx + ~qT x +

g(z)
z }| {
mX

i =1

I z� 0(zi ) (2.2.8)

sujeto a R x + I z = c;
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donde la matriz I representa a la identidad de dimensi�onm � m, y la funci�on indicatriz I z� 0(zi ) se
de�ne como:

I z� 0(zi ) =

(
0 zi � 0
1 zi < 0:

La funci�on g(z) en la funci�on de costo asegura que para un problema factible, ninguna componente
de z es negativa, de manera que las restricciones de igualdad de este problema se cumplan si solo si
se cumplen las restricciones de desigualdad del problema QP original. Reemplazando las funciones
y matrices del problema QP en las ecuaciones de ADMM se obtiene:

x (k+1) = arg m��n
x

�
1
2

xT Qx + ~qT x +
�
2






 R x + z(k ) � c + u(k )








2

2

�
; (2.2.9)

z(k+1) = arg m��n
z

 
mX

i =1

I z� 0(zi ) +
�
2






 R x (k+1) + z � c + u(k )








2

2

!

; (2.2.10)

u(k+1) = u(k ) + R x (k+1) + z(k+1) � c: (2.2.11)

Derivando las expresiones e igualando a cero para encontrar los valores �optimos, se obtienen las
siguientes expresiones, y con eso se plantea el algoritmo en pseudoc�odigo:

x (k+1) = ( Q + � R T R ) � 1(� q � � R T (z(k ) � c + u(k ) )) ; (2.2.12)

z(k+1) = m�ax
n

0m � 1; c � R x (k+1) � u(k )
o

; (2.2.13)

u(k+1) = u(k ) + R x (k+1) + z(k+1) � c: (2.2.14)

Notar que las variables se inicializan al valor �nal obtenido en el c�alculo anterior para obtener
lo que se denomina arranque en caliente (warm-start ). Destacar adem�as que deben elegirse de ante-
mano los par�ametros � e IT , que corresponden a la tasa de aprendizaje y al n�umero de iteraciones
respectivamente. La elecci�on de estos par�ametros tiene un efecto en qu�e tanto se acercar�a la soluci�on
al valor �optimo. El valor de � puede elegirse utilizando alguna heur��stica [12], y en cuanto al n�umero
de iteraciones debe hacerse un compromiso entre tiempo de ejecuci�on y exactitud de la soluci�on.

Algorithm 1 ADMM para MPC

Require: q; c . Dependen del estado medidox0

W � 1  (Q + � R T R ) � 1 . Constante del sistema
x0; z0; u0  x IT ; zIT ; uIT . Arranque en caliente
for k = 0 to k = IT � 1 do

vk = zk � c + uk . Variable auxiliar
xk+1 = W � 1(� q � � R T vk )
zk+1 = m�ax f 0m � 1; c � R xk+1 � uk g
uk+1 = uk + R xk+1 + zk+1 � c

end for
return x IT
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2.3. MPC expl��cito con redes neuronales arti�ciales

En esta secci�on se comienza formulando MPC expl��cito como un problema multiparam�etrico,
y se explican los elementos b�asicos de redes neuronales arti�ciales y c�omo estas pueden utilizarse
para aproximar la soluci�on a este problema y las consideraciones que deben tenerse en cuenta al
implementarse.

2.3.1. Formulaci�on expl��cita de MPC

En las implementaciones expl��citas de MPC, el problema QP asociado se resuelve de manera
o�ine , esto signi�ca que las soluciones para los posibles estados del sistema y referencias se resuelven
de antemano y se almacenan en memoria, por lo que en tiempo de ejecuci�on debe efectuarse un
proceso de b�usqueda de la soluci�on. Este tipo de formulaciones pueden plantearse como un problema
de optimizaci�on multiparam�etrico, cuya soluci�on de�ne la actuaci�on �optima u a partir del estado
factible x r que incluye las referencias como estados adicionales. De esta manera se separa el espacio
de estados factiblesXr en regiones:

u(x r ) =

8
>><

>>:

F1x r + g1 si x r 2 R 1;
...

...
F � x r + g� si x r 2 R � ;

(2.3.1)

donde F i 2 Rm � (n + p) y gi 2 Rm para cada regi�on R i , las cuales se de�nen como:

R i = f x r 2 Rn + p j H i x r � ki g 8i = 1 ; : : : ; �; (2.3.2)

donde H i 2 Rci � (n + p) y ki 2 Rci describen los l��mites de la regi�on R i (notar que las referencias
r 2 Rp se incluyen como estados adicionales). En esta formulaci�on,� es la cantidad de regiones y el
espacio de estados factibles queda dividido de tal manera queXr = [ �

i =1 R i . Adem�as, para asegurar
que exista una �unica acci�on de control �optima para cada estado, las regiones se eligen de manera
que int(R i ) \ int( R j ) = ; ; 8i 6= j y que x0 2 @Ri \ @Rj =) F i x0 + gi = F j x0 + gj .

La literatura muestra distintos enfoques para reducir los recursos computacionales requeridos pa-
ra MPC explicito, como por ejemplo eliminar regiones redundantes [4], o utilizar diversas estructuras
de datos como por ejemplo �arboles de b�usqueda binarios [17] para reducir el tiempo de b�usqueda
de la acci�on �optima. Recientemente, se ha planteado el uso de redes neuronales profundas, logrando
reducir el uso de memoria y la latencia asociada a la elecci�on de la acci�on [5,6].

2.3.2. Redes neuronales arti�ciales

Una red neuronal arti�cial (ANN, del ingl�es Arti�cial Neural Network ) es un modelo de apren-
dizaje de m�aquinas que consta de m�ultiples capas, conformadas por varias unidades b�asicas de
c�omputo llamadas neuronas arti�ciales. En este trabajo solo se considerar�an redes neuronales de
tipo feedforward y completamente conectadas, lo que quiere decir que cada capa est�a �unicamente
conectada con la capa anterior y la siguiente, y que adem�as cuando se conectan dos capas existen
conexiones para todos los pares de neuronas entre una capa y la otra. Decimos que la red es una red
neuronal profunda (DNN, del ingl�es Deep Neural Network)) si L � 2.

La Figura 2.3 muestra una DNN de tipo feedforward y completamente conectada, con 2 capas
ocultas y 4 neuronas cada una. Las salidas de cada capa son la entrada de la capa siguiente, y en
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el contexto de MPC las componentes del estadox r (con las referencias como estados adicionales)
son las entradas de la primera capa, y las salidas de la �ultima capa son la acci�on de control �optima
estimada û. De esta manera, la red consiste de una capa de entrada en la cual cada componente
del estadox r 2 Rn + p pasa directamente hacia la primera capa oculta, una capa de salida donde la
salida de cada neurona es una componente de la acci�on �optima estimada ^u 2 Rm , y L capas ocultas
entre las capas de entrada y salida, que consideraremos deM neuronas cada una.

Fig. 2.3: DNN de tres entradas, dos salidas, dos capas ocultas y cuatro neuronas por capa.

La red contiene par�ametros internos ajustables � para las capas ocultas y la de salida, que
consisten de un pesoW`;i;j para cada par de neuronas conectadas y unbias b̀ ;i para cada neurona.
En esta notaci�on ` representa a la capa,i a la i -�esima neurona de la capà , y j a la j -�esima neurona
de la capa anterior. Los par�ametros � son ajustados durante la etapa de entrenamiento de la red, y
una vez ya entrenada esta se puede usar para realizar inferencias, es decir, obtener resultados en su
salida. La calidad de estos resultados son evaluados utilizando un conjunto de datos distintos al de
entrenamiento.

Cada neurona (que no sea de entrada) tiene un valor num�erico en la salida que viene dada por
la aplicaci�on de una funci�on de activaci�on g` a una funci�on af��n de las salidas de las neuronas de
la capa anterior usando los pesos como coe�cientes. De esta manera, la salida de la neuronai de la
capa ` > 2 que determinada por:

� `;i = g`

0

@b̀ ;i +
MX

j =1

W`;i;j � ` � 1;j

1

A (2.3.3)

Para el casò = 2 la diferencia es que la suma debe hacerse sobre el n�umero de entradas de la red,
lo que en el caso de aplicaci�on a MPC corresponde an + p. La Figura 2.4 muestra las operaciones
realizadas en una neurona.

Utilizando notaci�on vectorial, se puede expresar el vector de todas las salidas de las neuronas de
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Fig. 2.4: Neurona i-�esima de la capa` > 2 de una red conM = 4 y funci�on de activaci�on ReLU.

la capa ` como la aplicaci�on de la funci�on de activaci�on g` a la funci�on af��n f ` aplicada al vector de
salidas de la capa anterior.

~� ` = g` � f `

�
~� ` � 1

�
(2.3.4)

= g`

�
~b̀ + W`

~� ` � 1

�
(2.3.5)

Considerando que en el contexto de aplicaci�on a MPC la entrada de la red es el vector de estados
x r (con las referencias como estados adicionales) y la salida es la acci�on de control �optima estimada
û, la red neuronal corresponde a una funci�onN : Rn + p 7! Rm que est�a dada por la composici�on
sucesiva (para cada capa) de las funciones expresadas en (2.3.4), la cual se describe como:

û = N (x r ; �; M; L ) =

(
gL +1 � f L +1 � gL � f L � � � � � g1 � f 1(x) si L � 2;
gL +1 � f L +1 � g1 � f 1(x) si L = 1 :

(2.3.6)

La funci�on de activaci�on g` es una funci�on no lineal, y en efecto es el �unico elemento no lineal
de la red, lo que le otorga la capacidad de aproximar funciones no lineales. C�omo se explica en la
pr�oxima secci�on, para la aplicaci�on a MPC la funci�on de activaci�on ReLU (del ingl�es, Recti�er Linear
Unit) tiene la ventaja de proporcionar una cota inferior en el n�umero m�aximo de regiones a�nes que
puede representar la red. La ecuaci�on (2.3.7) describe a esta funci�on en su forma vectorial, la cual
toma los m�aximos entre cada componente del vector y el valor cero. En la Figura 2.4 se muestra
esta funci�on de activaci�on aplicada a un solo valor num�erico en la salida de una neurona.
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g` (~v) = ReLU( ~v) =

2

6
6
6
4

m�ax(0 ; v1)
m�ax(0 ; v2)

...
m�ax(0 ; vM )

3

7
7
7
5

(2.3.7)

Una ANN como la planteada en la ecuaci�on (2.3.6) en consiste en la composici�on alternada de
funciones a�nes y no lineales, y si se utiliza exclusivamente la funci�on ReLU (2.3.7) como funci�on de
activaci�on, la red representa una funci�on de�nida por tramos a�nes. Esto es especialmente adecuado
para aproximar la ley de control multiparam�etrica expresada en (2.3.1). Adem�as, si se eligeM � n+ p,
se tiene una cota inferior para el n�umero m�aximo de regiones a�nes que la red puede representar [18]:

 
L � 1Y

` =1

�
M

n + p

� n + p
!

n + pX

j =0

�
L
j

�
(2.3.8)

Notar que esta expresi�on implica que el n�umero de regiones representables por la red crece
considerablemente con el n�umero de capasL , siempre y cuandoM � n + p. Si adem�as se cumple
que M � 3(n + p), es posible obtener una cota mejor [19].

2.3.3. Aproximaci�on de la ley de control con redes neuronales

Conjunto de datos

Para aproximar la ley de control con redes neuronales, es necesario un conjunto de datos re-
presentativo del espacio de estados del sistema y sus correspondientes actuaciones �optimas. Estos
datos pueden obtenerse de formulaciones tanto impl��citas como expl��citas, y su obtenci�on es previa
al dise~no de la red que ser�a utilizada.

Este conjunto de datos puede generarse utilizando diversas estrategias [20]. A grandes rasgos,
los datos pueden generarse utilizando simulaciones de lazo abierto y lazo cerrado. Las simulaciones
en lazo abierto realizan un muestreo aleatorio de los estados y referencias (t��picamente utilizando
una distribuci�on uniforme dentro del espacio de estados factibles), para luego calcular la actuaci�on
�optima para cada muestra. Este m�etodo tiene como desventaja que se considera una gran cantidad
de combinaci�on de estados que son altamente improbables de obtener en la operaci�on normal de la
planta. Debido a esto, a veces se utilizan simulaciones de lazo cerrado, donde se eligen varios estados
iniciales del sistema, y para cada estado inicial se realiza una simulaci�on hasta alcanzar el estado
estacionario, capturando la secuencia completa de estados y sus respectivas actuaciones calculadas.
Este m�etodo tiene como desventaja que no suele cubrir tan representativamente el espacio de estados
factibles como con simulaciones de lazo abierto.

Estas estrategias no son excluyentes y suelen usarse en combinaci�on. Adem�as, para la simulaci�on
en lazo abierto se recomienda generar datos relajando las restricciones para incluir estados fuera del
rango normal de operaci�on (sin aumentar demasiado la cantidad de estados generados), para que en
caso de que las restricciones no se cumplan por un leve margen el controlador tenga informaci�on de
c�omo actuar.

Cabe destacar que estos datos son normalizados previamente para ser utilizados por la red
neuronal, por lo que en las secciones siguientes se consideran estados y actuaciones normalizados.
Las t�ecnicas de normalizaci�on m�as utilizadas son Min-Max Scaling y normalizaci�on Z-Score. El
m�etodo de Min-Max Scaling utiliza el m��nimo y el m�aximo de los datos para transformarlos a



2.3. MPC EXPL�ICITO CON REDES NEURONALES ARTIFICIALES 23

una escala entre 0 y 1, lo que tiene como ventaja que los l��mites de la escala son consistentes. La
normalizaci�on Z-Score utiliza la media y la desviaci�on est�andar de los datos para transformarlos
a una escala de media cero y desviaci�on est�andar unitaria, reduciendo la sensibilidad de la escala
ante outliers. Dado que en general los estados y actuaciones en un problema de control tienen como
l��mites valores preestablecidos, es preferible utilizarMin-Max Scaling. Para un dato X con un l��mite
m�aximo de X max y l��mite m��nimo X min , el valor escalado conMin-Max Scaling puede obtenerse
como:

X scale =
X � X min

X max � X min
(2.3.9)

Ajuste de par�ametros

Para el ajuste de los par�ametros, debe elegirse una funci�on de p�erdidaL que cuanti�ca el error
de aproximaci�on de Ns vectores de salidas de la red. Una elecci�on t��pica para problemas de regresi�on
es el error cuadr�atico medio (MSE, Mean Squared Error) entre los valores entregados en la salida
de la red û y los valores correctos seg�un los datos disponiblesu:

L (N (x r ; � ); u) =
1

Ns

N sX

i =1

(ui � ûi )2: (2.3.10)

Utilizando esta funci�on, cada par�ametro es ajustado iterativamente seg�un c�omo afecta cada

par�ametro en la p�erdida. Formalmente, se calculan las derivadas parciales
@L
@�i

, usualmente mediante

la t�ecnica de backpropagation[21], para luego aplicar alg�un algoritmo de optimizaci�on para actualizar
los par�ametros. Este algoritmo suele ser alguna variante de descenso de gradiente [22].

Un aspecto importante a considerar en la fase de entrenamiento, es que la red logre generalizar
correctamente las relaciones presentes en los datos. Esto quiere decir que esta sea capaz de entregar
valores correctos para datos distintos a los utilizados para entrenar. Para cuanti�car la generalizaci�on,
se utiliza un conjunto de test, que eval�ua el desempe~no de la red con datos distintos a los utilizados
para entrenar.

Para lograr una correcta generalizaci�on, debe elegirse una capacidad adecuada para la red, donde
la capacidad corresponde al tama~no del espacio de funciones representables por la red. Esta capacidad
es controlable mediante la elecci�on de los hiperpar�ametros de la red, es decir, a variables elegidas
durante el dise~no de la red, como el n�umero de capasL , el n�umero de neuronas por capaM , la funci�on
de activaci�on utilizada, entre otros. Una capacidad muy baja impide que la red logre representar a
todas las funciones deseadas, y una capacidad muy alta puede ajustar la red excesivamente a los datos
de entrenamiento, aumentando el error del conjunto detest, a�un cuando el error de entrenamiento sea
bajo. Este fen�omeno denominadoover�tting , puede evitarse mediante t�ecnicas de regularizaci�on [23],
que puede consistir por ejemplo considerar un t�ermino de penalizaci�on directa a la magnitud de los
par�ametros � . El uso de regularizaci�on L2 modi�car��a la funci�on de p�erdida MSE (2.3.10), obteniendo

L (N (x r ; � ); u; � ) =
1

Ns

N sX

i =1

(ui � ûi )2 + � jj � jj2
2; (2.3.11)

donde � es un factor de regularizaci�on que tambi�en se considera un hiperpar�ametro. Para utilizar
regularizaci�on L1 se cambia el cuadrado de la norma L2 por la norma L1, que corresponde la suma
de las magnitudes de los par�ametros. Adem�as, cada iteraci�on en la que los par�ametros de la red



2.4. HERRAMIENTAS DE IMPLEMENTACI �ON 24

se ajustan con el �n de reducir la funci�on de p�erdida se denomina �epoca (oepoch), y la elecci�on
del n�umero de �epocas tiene un efecto considerable en la calidad del aprendizaje, ya que elegir un
n�umero muy bajo puede impedir que la red aprenda lo su�ciente, pero si se itera excesivamente
puede producirseover�tting . El n�umero de �epocas se considera un hiperpar�ametro y es importante
considerar una estrategia adecuada para su elecci�on.

2.3.4. Cuantizaci�on de redes neuronales

Una vez entrenada la red, esta debe implementarse en alg�un dispositivo para ser utilizada con
�nes de control, como por ejemplo en una CPU. En este trabajo, tanto para MPC impl��cito como
expl��cito, se utilizar�a aceleraci�on por hardware, espec���camente con FPGA. En este contexto, la
representaci�on num�erica de las variables se torna m�as relevante y se deben tomar decisiones que
involucran un trade-o� entre precisi�on y uso de recursos tanto temporales como espaciales.

Espec���camente, debe elegirse entre una representaci�on en punto 
otante y en punto �jo para
n�umeros decimales. La primera tiene la ventaja de tener una precisi�on elevada, al costo de que las
operaciones son m�as costosas computacionalmente, y que adem�as tiene formatos espec���cos de 32 o
64 bits. Las representaciones en punto �jo pueden tener una longitud arbitraria seg�un la precisi�on
deseada, y las operaciones en hardware son considerablemente m�as simples.

La cuantizaci�on de redes neuronales consiste en utilizar representaciones num�ericas de punto
�jo para los par�ametros de la red. Esto permite utilizar menos memoria y hacer m�as e�cientes los
c�alculos de la red, disminuyendo la latencia de la red. Esto la di�cultad adicional de elegir la precisi�on
adecuada considerando los rangos din�amicos de las variables seg�un el problema.

Para problemas de clasi�caci�on, existen diversos estudios que analizan los efectos de la cuantiza-
ci�on [24]; pero en cuanto a problemas de regresi�on, como lo es la aproximaci�on de la ley de control,
resulta necesario hacer una evaluaci�on del efecto de las representaciones cuantizadas en el desempe~no
del lazo.

Para mitigar el impacto de la cuantizaci�on en la inferencia de la red, puede efectuarse un en-
trenamiento cuantizado. Esto consiste en incluir la cuantizaci�on en la fase de entrenamiento, lo que
permite que el ajuste de los par�ametros se efect�ue considerando las limitaciones de la cuantizaci�on.
Para dise~nar y entrenar redes neuronales con precisi�on reducida, se pueden utilizar herramientas
como QKeras [25], que entregas control sobre el n�umero de bits utilizados en cada capa de la red.
Una vez dise~nada la red, la FPGA ofrece control �no sobre la con�guraci�on del hardware de infe-
rencia, permitiendo ajustar la precisi�on necesaria para cada par�ametro y cada operaci�on. El uso de
representaciones cuantizadas para aproximar la ley de control no ha sido explorado en la literatura
reciente.

2.4. Herramientas de implementaci�on

2.4.1. Field Programmable Gate Array (FPGA)

Las FPGAs son dispositivos electr�onicos recon�gurables dise~nados para implementar circuitos di-
gitales de manera 
exible y e�ciente. A diferencia de los circuitos integrados de aplicaci�on espec���ca
(ASICs), cuya funcionalidad queda determinada desde su fabricaci�on, las FPGAs pueden ser repro-
gramadas seg�un las necesidades del usuario, permitiendo modi�caciones y mejoras sin necesidad de
fabricar nuevos chips. Esta capacidad las hace especialmente �utiles en entornos donde la adaptabi-
lidad y la optimizaci�on del hardware son esenciales, como en telecomunicaciones, procesamiento de
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se~nales, criptograf��a y sistemas embebidos [26].

Internamente, una FPGA est�a compuesta por una matriz de bloques l�ogicos interconectados,
conocidos como CLBs (Con�gurable Logic Blocks), que contienen tablas de b�usqueda (LUTs),Flip-
Flops (FFs) y multiplexores. Estos bloques pueden con�gurarse para realizar cualquier operaci�on
l�ogica deseada, mientras que las interconexiones programables permiten establecer las conexiones
adecuadas entre ellos. Adem�as, las FPGAs incluyen bloques de memoria embebidos (como BRAMs),
unidades de procesamiento de se~nales digitales (DSPs) para c�alculos matem�aticos intensivos, y una
serie de puertos de entrada y salida que facilitan la comunicaci�on con otros dispositivos. La Figura
2.5 muestra la arquitectura interna de una FPGA t��pica.

Fig. 2.5: Estructura interna de una FPGA t��pica [27].

Una de las principales ventajas de las FPGAs es su 
exibilidad. A diferencia de una CPU o GPU,
que ejecutan instrucciones en un 
ujo secuencial o masivamente paralelo seg�un su arquitectura, las
FPGAs permiten de�nir una arquitectura de hardware espec���ca para cada aplicaci�on. Esto signi�ca
que, en lugar de depender de un conjunto prede�nido de instrucciones, el dise~nador puede crear
circuitos optimizados para resolver un problema de manera directa y e�ciente. Gracias a esto, una
FPGA puede ofrecer un rendimiento superior en tareas altamente especializadas, m�as a�un cuando
la latencia y la velocidad de c�alculo son cr��ticas. Adem�as, si bien un ASIC puede superar a una
FPGA en e�ciencia y consumo energ�etico una vez fabricado, su desarrollo es costoso y requiere
largos tiempos de producci�on, lo que hace que una FPGA sea una alternativa viable en aplicaciones
que requieren tanto 
exibilidad como alto rendimiento.

El dise~no de circuitos en FPGA se realiza mediante herramientas especializadas como Vivado
(Xilinx) o Quartus (Intel), utilizando lenguajes de descripci�on de hardware como VHDL, Verilog o
SystemVerilog; como tambi�en lenguajes de m�as alto nivel como C/C++ para generar autom�atica-
mente la descripci�on del hardware, con directivas espec���cas que permiten ajustar la manera en que
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se genera la descripci�on. Esta �ultima t�ecnica se conoce comoHigh Level synthesis(HLS) [28], y ser�a
ampliamente utilizada en este trabajo.

Para la implementaci�on de redes neuronales en FPGA, existen herramientas dedicadas como
HLS4ML [29], que es una biblioteca de Python dise~nada para facilitar la generaci�on de descripciones
de hardware optimizadas para FPGAs a partir de modelos de ANNs desarrollados en frameworks
como Keras o PyTorch. Espec���camente, HLS4ML toma como entrada un modelo de red ya entrenado
junto con un archivo de con�guraci�on que de�ne par�ametros de implementaci�on para la arquitectura
de hardware, como el nivel de paralelismo en las operaciones y la precisi�on num�erica (cuantizaci�on)
en cada capa de la red. A partir de esta informaci�on, la herramienta produce c�odigo en C/C++ con
directivas de optimizaci�on debidamente adaptado para ser procesado por una herramienta de HLS.

Las aplicaciones de las FPGAs abarcan una amplia gama de �areas, desde sistemas de comunica-
ci�on hasta criptograf��a y control de sistemas embebidos. En redes y telecomunicaciones, se utilizan
para la implementaci�on de protocolos de alta velocidad, como Ethernet y PCIe. En procesamiento de
se~nales digitales, se emplean para mejorar el rendimiento en tareas como la compresi�on de im�agenes
y el �ltrado de audio. Tambi�en son fundamentales en criptograf��a, donde la capacidad de recon�-
guraci�on permite adaptar r�apidamente algoritmos de cifrado a nuevas amenazas de seguridad. En
computaci�on de alto rendimiento, su uso ha crecido en aplicaciones de inteligencia arti�cial y apren-
dizaje profundo, donde act�uan como aceleradores de hardware optimizados para tareas espec���cas.

En este trabajo, la FPGA ser�a utilizada para acelerar el c�alculo de la actuaci�on �optima de
control, permitiendo aplicar MPC en contextos con garant��as de latencia y restricciones de recursos,
a�un cuando es una t�ecnica de control computacionalmente demandante. Para mayor 
exibilidad y
control sobre la FPGA, se utilizar�a adem�as una herramienta de control por prototipado r�apido, la
cual se detalla en la siguiente secci�on.

2.4.2. Control por prototipado r�apido

El control por prototipado r�apido (Rapid Control Prototyping, RCP) es una metodolog��a que
permite validar y experimentar sistemas de control de manera e�ciente, evitando las largas etapas de
implementaci�on y depuraci�on propias de los sistemas embebidos tradicionales. Su principal objetivo
es facilitar la prueba directa de algoritmos sobre sistemas reales o simulados, utilizando hardware
y herramientas que permiten una implementaci�on semiautom�atica y una interacci�on 
exible. De
esta manera, es posible veri�car la viabilidad y el rendimiento de las leyes de control antes de
comprometer recursos en el dise~no �nal del controlador o su implementaci�on de�nitiva en hardware.
Entre las aplicaciones m�as populares del control por prototipado r�apido destacan la automatizaci�on
de veh��culos [30,31], la industria aeroespacial [32], la rob�otica [33] y las energ��as renovables [34,35].

En esencia, el prototipado r�apido busca cerrar la brecha entre el dise~no te�orico y la aplicaci�on
pr�actica. Las plataformas de prototipado r�apido suelen integrar perif�ericos, como por ejemplo con-
versores an�alogo-digital con interfaces con�gurables y circuitos de protecci�on; tambi�en interfaces de
usuario para visualizaci�on de datos, y soporte para dise~no basado en abstracciones de alto nivel
(por ejemplo, Matlab/Simulink), entre otras caracter��sticas que permiten 
exibilizar la etapa de
desarrollo y reducir los tiempos y riesgos asociados a la implementaci�on. Este enfoque resulta es-
pecialmente ventajoso cuando se trabaja con controladores avanzados, tales como MPC, donde las
fases de prueba y ajuste �no requieren m�ultiples iteraciones y validaci�on experimental.

Por otro lado, dentro de las desventajas de este enfoque, se encuentra que estas plataformas
suelen estar dise~nadas para trabajar con librer��as espec���cas propietarias que proveen abstracciones
de alto nivel precompiladas para tareas t��picas, limitando el control del usuario sobre la ejecuci�on de
los procesos subyacentes y di�cultando la integraci�on de bloques de procesamiento personalizados.
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Estas restricciones implican que una implementaci�on optimizada a bajo nivel, como por ejemplo los
aceleradores reportados en la literatura que justamente se basan en el ajuste �no para el uso de
recursos en forma e�ciente, puedan no ser directamente portables a una plataforma de prototipado
r�apido manteniendo el desempe~no. Adem�as, estos productos suelen tener un elevado costo monetario,
una curva de aprendizaje pronunciada y escasos trabajos acad�emicos que indiquen los detalles de
implementaci�on, lo cual impide la replicaci�on y validaci�on de resultados.

Existen varias alternativas comerciales y acad�emicas para llevar a cabo prototipado r�apido. Entre
ellas destacan plataformas basadas en microcontroladores, FPGAs gen�ericas y soluciones espec���cas
como las de National Instruments (NI), OPAL-RT, Speedgoat o dSPACE. Cada una de estas alter-
nativas ofrece un nivel distinto de integraci�on con entornos de desarrollo y simulaci�on, capacidad
de procesamiento en tiempo real y facilidades de conexi�on con sistemas f��sicos. En particular, las
plataformas de dSPACE son reconocidas y robustas en el �ambito acad�emico e industrial, y es la
alternativa utilizada en esta tesis.

MicroLabBox de dSPACE

Dentro de la gama de productos de dSPACE, la MicroLabBox [9] se posiciona como una he-
rramienta vers�atil y accesible para realizar control por prototipado r�apido. Esta plataforma provee
un sistema central de c�omputo heterog�eneo que integra CPUs con FPGA, incluyendo un procesa-
dor dedicado al c�alculo en tiempo real, un amplio conjunto de perif�ericos anal�ogicos y digitales,
entre otras cosas; lo que la convierte en una soluci�on compacta pero potente para la implemen-
taci�on de lazos de control exigentes. La MicroLabBox est�a dise~nada para integrarse directamente
con MATLAB/Simulink, permitiendo la generaci�on autom�atica de c�odigo y la descarga del mismo
sobre el hardware mediante el entorno Real-Time Interface [36] de dSPACE. Esta integraci�on no solo
facilita la implementaci�on inicial de controladores, sino que tambi�en permite realizar modi�caciones
r�apidas, pruebas iterativas y depuraci�on e�ciente sin necesidad de modi�car directamente el c�odigo
embebido.

La Figura 2.6 muestra el exterior de la MicroLabBox y la Figura 2.7 muestra un diagrama de
su estructura interna. Esta estructura consiste de los m�odulos DS1202 y DS1302, que contienen
a las CPUs y la FPGA respectivamente. El m�odulo DS1202 contiene un procesador NXP QorlQ
P5020,dual-core, 2 GHz para realizar procesamientos en tiempo real, y otro procesador NXP QorlQ
P1011, 800 MHz para la comunicaci�on con el host (PC) v��a Ethernet. El procesador para tiempo
real se conecta mediante buses de 32 y 64 bits al m�odulo DS1302, que contiene una FPGA Xilinx®
Kintex ® -7 XC7K325TFBG900-1 y perif�ericos varios.
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Fig. 2.6: MicroLabBox de dSPACE [9].

En el contexto de esta tesis, la MicroLabBox de dSPACE se utilizar�a como plataforma de expe-
rimentaci�on para la implementaci�on de lazos de control basados en t�ecnicas de Control Predictivo
(MPC), donde los algoritmos ser�an programados directamente sobre la FPGA de la plataforma.
Esta capacidad resulta clave, ya que los algoritmos MPC suelen ser intensivos computacionalmen-
te y requieren garantizar tiempos de ejecuci�on consistentes en cada ciclo de control. Gracias a la
arquitectura de la MicroLabBox, ser�a posible evaluar diferentes variantes de MPC, modi�cando
par�ametros y observando su impacto en el desempe~no del sistema controlado en tiempo real, adem�as
de realizar una caracterizaci�on detallada de la latencia del lazo de control, considerando todas las
etapas necesarias desde la adquisici�on de datos hasta la generaci�on de la actuaci�on correspondiente.

La integraci�on entre Matlab/Simulink y la MicroLabBox permite adem�as realizar distintos tipos
de simulaciones, que paulatinamente van incluyendo m�as elementos de la implementaci�on f��sica �nal.
Esto incluye simulaciones en tiempo real, es decir, implementaciones donde la planta es simulada
pero los c�alculos se realizan instante a instante y los cambios de las variables pueden ser visualizados
tal como suceder��a en una implementaci�on sin simulaciones. Esta metodolog��a se conoce como 
ujo
de dise~no basado en modelos (o 
ujo HIL, deHardware-in-the-Loop), y es sobre la cual se elabora
el 
ujo de dise~no propuesto y utilizado en esta tesis.
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Fig. 2.7: Diagrama de MicroLabBox [9].



Cap��tulo 3

FLUJO DE DISE ~NO BASADO EN
MODELOS PARA MPC EN FPGA

En este cap��tulo se explica el 
ujo propuesto para el dise~no de lazos MPC con aceleraci�on en
FPGA. Se proponen 
ujos separados para MPC impl��cito y para MPC expl��cito con redes neuro-
nales. Se comienza explicando generalmente en qu�e consiste el 
ujo de dise~no basado en modelos,
sobre el cual se elaboran los 
ujos de dise~no propuestos y utilizados en esta tesis. Luego se detalla
cada etapa del proceso para dise~nar un controlador MPC siguiendo estos 
ujos, incluyendo una
explicaci�on general de las herramientas y archivos necesarios en cada etapa del proceso, los cuales
est�an disponibles en el repositorio [37] que complementa este documento.

3.1. Flujo de dise~no basado en modelos

En esta secci�on se explica el 
ujo de dise~no basado en modelos (o 
ujo HIL, deHardware-in-the-
Loop), el cual se utilizar�a para dise~nar los 
ujos completos de dise~no propuestos en la pr�oxima secci�on.
El 
ujo de dise~no basado en modelos consiste en utilizar simulaciones a distinto nivel de abstracci�on
para paulatinamente lograr la implementaci�on completa en la planta f��sica. A continuaci�on se detalla
cada etapa del 
ujo y las de�niciones que ser�an consideradas en esta tesis, que est�an en l��nea general
con las de�niciones entregadas tanto por dSPACE [38] como Mathworks [39]. La �gura 3.1 muestra
resumidamente el 
ujo, con ejemplos de herramientas y lenguajes que podr��an utilizarse en cada
etapa.

1. Model-in-the-Loop (MIL) : En esta primera etapa todos los elementos del lazo de control (con-
trolador, planta y comunicaci�on) son simulados en un lenguaje de programaci�on a elecci�on. El
objetivo es validar a un nivel preliminar que el algoritmo utilizado logra controlar las din�ami-
cas del sistema seg�un se desea, probando diversas entradas y registrando las salidas obtenidas
con el �n de hacer comparaciones con etapas posteriores. Adem�as, al utilizar MIL los costos
de probar distintas con�guraciones del controlador son m��nimos, por lo que en esta etapa los
par�ametros y ajustes que se planean utilizar en la implementaci�on del lazo deber��an de�nirse
mediante experimentos. Esta etapa puede llevarse a cabo en cualquier lenguaje de programa-
ci�on o herramienta de c�alculo adecuada, como lo son Python o Matlab respectivamente.

2. Software-in-the-Loop (SIL): Una vez terminada la etapa de MIL, el controlador ya deber��a
estar matem�aticamente dise~nado y sus par�ametros elegidos y probados. Con esto, ya es posible
escribir el c�odigo que se utilizar�a para programar el hardware de control, que en general puede
ser un procesador o una FPGA. Esta etapa tambi�en es completamente simulada y todav��a no
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se utiliza el hardware, sino que solamente se reemplaza el controlador dise~nado en MIL por el
mismo controlador pero utilizando el c�odigo que ir�a en la implementaci�on �nal. De esta manera,
se pueden detectar tempranamente varios errores que podr��an ocurrir en la programaci�on del
dispositivo, antes de que este sea programado. Si el controlador es implementable y las se~nales
registradas son consistentes con lo observado en MIL, es posible continuar a la siguiente etapa.
Un ejemplo de lenguaje que se utiliza para procesadores es C/C++, y para FPGA alg�un HDL
como Verilog, que podr��a ser generado mediante HLS. MATLAB Coder [40] y Vitis Model
Composer [41] son ejemplos de herramientas que facilitan realizar simulaciones a nivel de SIL
para C/C++ y Verilog respectivamente.

3. Processor/FPGA-in-the-Loop (PIL/FIL) :

En esta etapa se introduce el dispositivo de control (procesador para PIL, FPGA para FIL), el
cual se programa con el mismo c�odigo utilizado en la etapa de SIL. En general podr��a usarse
un emulador para el hardware objetivo espec���co o bien utilizar el dispositivo f��sico mismo,
por lo cual ahora debe existir alg�un protocolo de comunicaci�on entre el controlador (emulado
o f��sico) y la planta simulada (t��picamente SPI, I2C o UART). En esta etapa se veri�ca que
el hardware de control es capaz de ejecutar el programa sin errores, y de no ser as�� deben
considerarse alternativas de hardware o volver a alguna de las etapas anteriores. MATLAB
Coder [40] y Vitis Model Composer [41] son ejemplos de herramientas que facilitan realizar
simulaciones PIL y FIL respectivamente.

4. Hardware-in-the-Loop (HIL) : En esta etapa ya se utiliza la mayor��a del hardware correspon-
diente a la implementaci�on �nal, a excepci�on de la planta. Esto tambi�en considera probar las
entradas y salidas anal�ogicas a nivel f��sico, veri�cando que las se~nales observadas corresponden
a lo esperado. Un aspecto crucial de esta etapa, es que la simulaci�on de la planta es en tiempo
real, es decir, la interacci�on temporal con el hardware ocurre de la misma manera que ocurrir��a
en la implementaci�on f��sica del lazo, permitiendo al usuario interactuar con los par�ametros y
visualizar las se~nales de inter�es en tiempo de ejecuci�on. En esta etapa se veri�ca que todo el
hardware permite ejecutar el lazo de control en tiempo real con un desempe~no adecuado, y
de no ser as�� se debe volver a alguna de las etapas anteriores. Una plataforma de prototipado
r�apido como las ofrecidas por dSPACE puede proveer la integraci�on del hardware y software
necesarios para esta etapa. En las implementaciones de esta tesis denominaremos HIL a un
h��brido entre FIL y HIL (ver Secci�on 3.2.3).

5. Control: Finalmente se conecta el controlador a la planta f��sica, logrando la implementaci�on
completa del lazo de control. Cualquier ajuste o modi�caci�on que se requiera deber��a volver a
pasar por los pasos anteriores.
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Fig. 3.1: Flujo general de dise~no basado en modelos con herramientas y lenguajes de ejemplo para
cada etapa.

3.2. Flujos de dise~no propuestos para MPC impl��cito y expl��cito

En esta secci�on se detallan los 
ujos de dise~no propuestos para MPC acelerado con FPGA,
tanto para impl��cito y como para expl��cito con redes neuronales. Ambos 
ujos se construyen sobre
el dise~no basado en modelos, comenzando con simulaciones MIL, para luego generar la descripci�on
del hardware de control y otros m�odulos �utiles (archivos Verilog). Esta descripci�on obtenida es
veri�cada funcionalmente mediante simulaciones SIL, incluyendo cosimulaciones para el caso de las
redes neuronales. Una vez veri�cada la funcionalidad de las descripciones de hardware se procede
a hacer simulaciones HIL (en tiempo real) utilizando la MicroLabBox de dSPACE, para �nalmente
lograr la implementaci�on completa del lazo utilizando la planta f��sica. Es posible previamente tambi�en
realizar simulaciones FIL para veri�car que el controlador es implementable en la tarjeta objetivo,
pero dado que esto queda veri�cado en las simulaciones HIL e�cazmente utilizando control por
prototipado r�apido, este paso ser�a omitido (no obstante se incluye en el 
ujo general por completitud).

Esta secci�on se divide en tres partes, conteniendo las primeras dos el 
ujo de impl��cito y expl��cito
respectivamente hasta la veri�caci�on funcional de las descripciones de hardware. La tercera parte
es com�un para ambos 
ujos y explica de manera general c�omo se utiliza la MicroLabBox para las
simulaciones a nivel de FIL y HIL, y la implementaci�on �nal del lazo.
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3.2.1. Flujo de dise~no para MPC impl��cito

La Figura 3.2 muestra el 
ujo completo para MPC impl��cito, y cada etapa es explicada en detalle
a continuaci�on.

MIL/De�nici�on de matrices y par�ametros

En esta etapa se realizan experimentos varios en Matlab para de�nir los par�ametros del con-
trolador y veri�car el control en lazo cerrado a nivel de simulaci�on. Los valores obtenidos en
las simulaciones son utilizados para comparar con etapas posteriores.

En particular para la implementaci�on con ADMM realizada en esta tesis (ver Secci�on 2.2),
los par�ametros a elegir incluyen las restricciones del problema, el tiempo de muestreo del
controlador Ts, el horizonte de predicci�on N , el n�umero de iteraciones de ADMM, la tasa de
aprendizaje � , el factor de regularizaci�on � y la precisi�on num�erica (punto 
otante o punto
�jo) en la que ser�a implementado el controlador.

Los valores de los par�ametros elegidos, junto con las matrices que son utilizadas en el problema
QP y que describen el modelo de la planta simulada, son escritos en los archivos C++ que
se encuentran en el repositorio adjunto, los cuales son utilizados en la siguiente etapa para
obtener la descripci�on de hardware.

Generaci�on de archivos de hardware

Para la obtenci�on de la descripci�on de hardware se propone el uso de HLS, que genera el c�odigo
en HDL a partir de una implementaci�on en un lenguaje de m�as alto nivel, como lo es C++. Por
lo tanto, en esta etapa se necesita tener previamente el controlador ya programado en C++
junto con los par�ametros y matrices, que se obtienen con procesamiento de texto directamente
desde el script de Matlab con el que se realizaron las simulaciones MIL. Con los archivos C++
y utilizando la herramienta Vitis HLS se obtiene la descripci�on de hardware en alg�un HDL
(espec���camente Verilog en este 
ujo).

Vitis HLS permite utilizar diversas estrategias para optimizar el hardware dise~nado seg�un
las restricciones y requisitos del controlador a implementar, mediante directivas espec���cas
denominadas pragmas. Adem�as, la herramienta genera un reporte de s��ntesis en el que se
estima la latencia, el timing y el uso de recursos, particularmente de LUTs, FFs y DSPs (ver
Secci�on 2.4.1). En general el reporte generado es conservador, por lo que no cumplir con ciertos
criterios en esta etapa no necesariamente impedir�a la implementaci�on �nal. Un reporte preciso
es generado posteriormente al realizar la implementaci�on en la MicroLabBox.

El c�odigo Verilog generado suele tener un formato que no es compatible con los requerimientos
de Vitis Model Composer [41] y la MicroLabBox que son utilizados en etapas posteriores, es
por esto que debe hacerse un preprocesamiento de los archivos para que est�en en el formato
adecuado. Adem�as, se incluyen otros archivos Verilog dise~nados previamente que cumplen
funciones necesarias para interconectar todos los elementos en las etapas posteriores. Para
obtener la descripci�on �nal del hardware, se utiliza el script format verilogs.py contenido
en el repositorio adjunto para realizar los preprocesamientos correspondientes.

SIL

En esta etapa se realiza una simulaci�on en lazo cerrado utilizando la descripci�on �nal de
hardware obtenida en la etapa anterior. Para esto se utiliza Vitis Model Composer [41], una
herramienta de AMD que permite simular bloques de RTL utilizando el entorno de Simulink.

Para utilizar los bloques de RTL en el entorno Simulink, es necesario un archivo de con�gu-
raci�on para cada bloque (System Generator �le). Vitis Model Composer genera untemplate
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de estos archivos de con�guraci�on para cada bloque de RTL, el cual debe ser modi�cado. En
este 
ujo, este proceso es automatizado mediante un script de Python que utiliza lostemplate
y los bloques de RTL respectivos para generar los archivos de con�guraci�on �nales.

Con esto ya es posible realizar la simulaci�on, donde cada paso de simulaci�on corresponde a un
ciclo de reloj de la FPGA, lo que implica que en general las simulaciones SIL toman un tiempo
considerable. Si los resultados coinciden con lo obtenido a nivel de MIL, los mismos archivos
utilizados en esta etapa se utilizan para las etapas posteriores en la MicroLabBox.
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Fig. 3.2: Flujo de dise~no para MPC impl��cito.
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3.2.2. Flujo de dise~no para MPC expl��cito con redes neuronales

La Figura 3.3 muestra el 
ujo completo para MPC expl��cito con redes neuronales, y cada etapa
es explicada en detalle a continuaci�on.

MIL(impl��cito)/Generaci�on de conjunto de datos

En esta etapa, en primer lugar debe elegirse un m�etodo impl��cito de MPC, con el cual se
obtiene el conjunto de datos que se utilizar�a para el entrenamiento, validaci�on y prueba de
la red neuronal (este m�etodo impl��cito tambi�en puede utilizarse para obtener una soluci�on
expl��cita y luego obtener los datos). El m�etodo elegido debe validarse nivel de MIL de la
misma manera que se explic�o anteriormente en el 
ujo para MPC impl��cito, eligiendo los
par�ametros correspondientes antes de generar el conjunto de datos. El proceso de generaci�on
de datos puede ser mediante simulaciones en lazo abierto o lazo cerrado, lo cual fue discutido
en la Secci�on 2.3.3.

Entrenamiento de red neuronal

En esta etapa se utiliza el conjunto de datos obtenidos en la etapa previa para entrenar la red
neuronal que aproximar�a la ley de control utilizando los m�etodos descritos en la Secci�on 2.3.3.
Este conjunto de datos es normalizado utilizando de preferenciaMin-Max Scaling (2.3.9), y
posteriormente dividido en conjuntos de entrenamiento, de validaci�on y de prueba. Se consi-
deran redes neuronales profundas de tipofeedforward, completamente conectadas y con una
cantidad constante de neuronas por capa oculta.

Adem�as, se propone utilizar exclusivamente ReLU como funci�on de activaci�on para obtener
una cota para el n�umero de regiones a�nes que puede representar la red utilizando la ecua-
ci�on (2.3.8). Con esto se obtiene una heur��stica para la elecci�on de los hiperpar�ametrosL y
M correspondiendo al n�umero de capas ocultas y n�umero de neuronas por capa respectiva-
mente. Para obtener una aproximaci�on del n�umero de regiones que se necesita representar,
puede resolverse de antemano el problema utilizando alg�un m�etodo de MPC expl��cito. Este
procedimiento otorga un punto de partida para explorar las elecciones de los hiperpar�ametros,
considerando el error de aproximaci�on, la latencia (que depende principalmente deL) y el
uso de recursos f��sicos que se utilizar�an en el dispositivo. Otro aspecto importante que debe
considerarse es la precisi�on num�erica que se utilizar�a para los par�ametros de la red, como se
explica en la Secci�on 2.3.4.

Para estos �nes, en este 
ujo se utiliza Keras, y en particular QKeras [25] que permite dise~nar
redes neuronales con representaciones de punto �jo para los par�ametros de la red y realizar
un entrenamiento cuantizado de la red neuronal, es decir, considerar durante la fase de en-
trenamiento el error de aproximaci�on inducido por el uso de una precisi�on reducida. Debe
considerarse que una implementaci�on con precisi�on m�as alta utilizar�a m�as recursos y puede
resultar en una latencia mayor, mientras que utilizar una precisi�on m�as baja aumenta el error
de aproximaci�on de la red.

En cuanto a la funci�on de p�erdida, se propone el uso de MSE y un t�ermino de regularizaci�on
que permite disminuir el over�tting y disminuir el rango din�amico, aumentando la compatibi-
lidad con precisiones reducidas. La funci�on de p�erdida considerada se muestra en la expresi�on
(2.3.11). Para la elecci�on del n�umero de �epocas, se utiliza la estrategia de �nalizar el entre-
namiento cuando la funci�on de p�erdida no disminuye consecutivamente durante un n�umero
prede�nido de �epocas, denominado paciencia. Adem�as, se de�ne un n�umero m�aximo de �epocas
que permite �nalizar el entrenamiento de manera anticipada para limitar el tiempo de entre-
namiento. Al �nal de este proceso, se elige el n�umero de �epocas que minimiza la funci�on de
p�erdida.
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Una vez dise~nada y entrenada la red, se exportan los par�ametros resultantes en formato H5
para ser utilizados en las etapas posteriores. Adem�as, se genera unagolden referenceque
corresponde a un conjunto de datos que contiene las salidas de la red entrenada para distintas
combinaciones de entradas. Estagolden referencese utiliza m�as adelante para realizar una
cosimulaci�on para el RTL generado.

MIL (expl��cito)

Una vez obtenidos los par�ametros de la red, ya es posible realizar una simulaci�on en lazo cerrado
a nivel de MIL para validar que la aproximaci�on de la ley de control es adecuada. Se utiliza
QKeras para facilitar la evaluaci�on de la red cuantizada en caso de utilizar representaci�on en
punto �jo. Si el desempe~no observado no es adecuado, debe volverse a una etapa anterior, ya
sea reentrenando la red con distintos hiperpar�ametros y/o precisi�on num�erica, o generando
nuevamente un conjunto de datos m�as representativo. En caso de �exito, se procede a generar
la descripci�on de hardware utilizando los par�ametros de la red.

Generaci�on de archivos de descripci�on hardware

En esta etapa, los par�ametros de la red ya entrenada y validada a nivel de MIL se utilizan
para generar una descripci�on de hardware funcionalmente equivalente. Para esto se utiliza la
herramienta HLS4ML [29], la cual a partir de los par�ametros de la red, genera c�odigo C/C++
con directivas de optimizaci�on para ser procesado por una herramienta de HLS. En particular
en este 
ujo se utiliza Vitis HLS.

Los par�ametros principales que HLS4ML permite ajustar son el nivel de cuantizaci�on por capa
de la red, la estrategia de optimizaci�on a nivel de descripci�on de HLS y el factor de reutilizaci�on.
El nivel de cuantizaci�on debe coincidir con la implementaci�on en QKeras, la estrategia de
optimizaci�on puede corresponder aLatency o Resources, y el factor de reutilizaci�on permite
elegir cu�antas veces se utiliza un mismo multiplicador por capa de la red.

Una capa oculta deM neuronas de una red completamente conectada contieneM 2 multi-
plicaciones, por lo que un factor de reutilizaci�on de uno (full unroll ) corresponde a utilizar
M 2 multiplicadores simult�aneamente en un solo ciclo de reloj, maximizando la velocidad de
c�omputo a expensas de un mayor uso de recursos. El m�aximo factor de reutilizaci�on ser��aM 2,
que corresponder��a a utilizar un solo multiplicador para efectuar todas las multiplicaciones de
la capa, minimizando el uso de recursos a expensas de una latencia mayor. Para un uso m�as
balanceado de recursos, puede elegirse un factor de reutilizaci�on intermedio.

Una vez generada la descripci�on en HLS, el RTL �nal se genera utilizando el mismo procedi-
miento que en el caso de MPC impl��cito explicado anteriormente.

SIL/Cosimulaci�on

En esta etapa se realiza una simulaci�on en lazo cerrado utilizando la descripci�on �nal de
hardware obtenida en la etapa anterior, de la misma manera que en el caso de MPC impl��cito
explicado anteriormente.

Adem�as, mediante Vitis Model Composer se efect�ua una cosimulaci�on del RTL, utilizando la
golden referencegenerada en la etapa de entrenamiento de la red. Esta cosimulaci�on consiste en
comparar las salidas de la red implementada en Verilog con las salidas de la red implementada
en QKeras, para una lista de entradas generadas aleatoriamente. Lagolden referencecontiene
las entradas generadas y sus respectivas salidas.

En caso de que la simulaci�on a nivel de SIL sea consistente con la simulaci�on a nivel de MIL
y adem�as la cosimulaci�on sea exitosa, los mismos archivos utilizados en esta etapa se utilizan
para las etapas posteriores en la MicroLabBox.
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Fig. 3.3: Flujo de dise~no para MPC expl��cito con redes neuronales.
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3.2.3. Uso de MicroLabBox en el 
ujo de dise~no

En esta secci�on se explican los pasos del 
ujo que utilizan la FPGA, considerando el uso de
la MicroLabBox de dSPACE (ver Secci�on 2.4.2). La integraci�on de la MicroLabBox con el entorno
Simulink se hace a trav�es del software Real-Time Interface [36], y la visualizaci�on en tiempo real
de las se~nales se hace a trav�es del software ControlDesk [42], ambos de dSPACE. Gracias a estas
herramientas, es posible implementar simulaciones en tiempo real con bajo costo, lo que permite
aproximarse directamente a escenarios que combinan caracter��sticas tanto de FIL como de HIL.

FIL
En esta etapa, el dispositivo de control se programa con el mismo c�odigo utilizado en la etapa de
SIL, y se veri�ca su equivalencia funcional con el modelo de simulaci�on. Tradicionalmente, FIL
busca comprobar el comportamiento bit a bit del c�odigo sintetizado en la FPGA, compar�andolo
con los resultados obtenidos en Simulink o MATLAB. Sin embargo, en el 
ujo de esta tesis,
esta etapa se considera solo de manera conceptual, ya que el uso de la MicroLabBox permite
ejecutar directamente simulaciones en tiempo real donde la frontera entre FIL y HIL se vuelve
difusa.

HIL
En esta etapa se utiliza la mayor��a del hardware correspondiente a la implementaci�on �nal, a
excepci�on de la planta f��sica. En el caso de la MicroLabBox, la FPGA ejecuta el algoritmo de
control mientras que el procesador integrado simula la planta en tiempo real. De esta forma, se
logra un lazo cerrado donde intervienen tanto el hardware de control como la din�amica de la
planta simulada, manteniendo un comportamiento en tiempo real. Adem�as, la MicroLabBox
permite exponer f��sicamente las entradas y salidas anal�ogicas, lo que facilita veri�car mediante
un osciloscopio que las se~nales corresponden a lo esperado.

Este escenario constituye un h��brido entre FIL y HIL, pues aunque se prueban las salidas f��sicas
que ser�an utilizadas en la implementaci�on �nal, estas no se utilizan para comunicar el contro-
lador con la planta simulada (en su lugar se utilizan los buses internos de la MicroLabBox),
pero el procesador y la FPGA si est�an conectados f��sicamente entre ellos de la misma manera
que en la implementaci�on f��sica. Por motivos de claridad en esta tesis denominaremos a este
escenario como HIL.

Para ello, la programaci�on y con�guraciones de la FPGA y del procesador de la MicroLabBox
realizadas en el software Real-Time Interface se guardan en un archivo denominadoSystem
Description File, que contiene la con�guraci�on completa del dispositivo para implementar el
lazo de control y puede ejecutarse directamente desde ControlDesk. En esta etapa se veri�ca
que el controlador implementado en la FPGA tiene la capacidad de ejecutar el algoritmo en
tiempo real con el desempe~no esperado y que las salidas en los perif�ericos f��sicos es la esperada..
ControlDesk tambi�en permite registrar las se~nales observadas en tiempo real, facilitando el
diagn�ostico en caso de errores.

Control
Finalmente, el controlador se conecta a la planta f��sica, completando la implementaci�on del
lazo de control. Cualquier ajuste o modi�caci�on que se requiera deber��a pasar nuevamente por
las etapas anteriores. El control puede mantenerse en ejecuci�on mediante la MicroLabBox, o
considerarse su implementaci�on en un dispositivo embebido m�as e�ciente como paso siguiente.



Cap��tulo 4

VALIDACI �ON DEL FLUJO DE
DISE ~NO CON SERVOMOTOR

En este cap��tulo se reporta una validaci�on experimental preliminar de los 
ujos de dise~no pro-
puestos en el Cap��tulo 3 para la implementaci�on de lazos MPC impl��citos y expl��citos basados en
redes neuronales. Estos 
ujos se aplican al control de un servomotor Quanser [43], cuya simplicidad
permite veri�car la correctitud funcional del controlador, la coherencia num�erica entre etapas y la
viabilidad de implementaci�on en hardware recon�gurable. Si bien el control del servomotor no exi-
ge tiempos de c�omputo que justi�quen plenamente la aceleraci�on mediante FPGA, constituye un
entorno adecuado para validar sistem�aticamente el 
ujo completo antes de abordar aplicaciones de
mayor complejidad. Adem�as, se cuenta con una implementaci�on previa de MPC impl��cito mediante
ADMM en el procesador de la MicroLabBox [44], la cual se utiliza como l��nea base para comparar
desempe~no computacional y comportamiento en lazo cerrado.

El cap��tulo presenta los resultados considerando distintas precisiones en punto �jo y siguiendo
las etapas deModel-in-the-Loop, Software-in-the-Loop, Hardware-in-the-Loop y la implementaci�on
f��sica, permitiendo evaluar de manera estructurada el impacto de las decisiones de dise~no sobre el
desempe~no �nal del sistema.

4.1. Planteamiento MPC para servomotor

Para el servomotor, los estados que se considerar�an son la velocidadx1 (o v) en [rad/s] y la
posici�on angular x2 en radianes. De esta manera, las matrices utilizadas para el modelo en tiempo
discreto para un per��odo de muestreoh son:

A =
�

e� ah 0
1� e� ah

a 1

�
; B =

"
K
a �

�
1 � e� ah

�

K
a �

�
e� ah

a � 1
a + h

�
#

;

C = [0 1] ;

donde experimentalmente se determin�o quea = 28:8582 y K = 45:0051 [44]. Para esta planta se
cuenta solo con un sensor de posici�on, y adem�as la entrada tiene una zona muerta de aproximada-
mente 0:3[V ], es decir, que voltajes bajo este umbral resultan en una actuaci�on nula. Esto conlleva
a problemas de seguimiento en estado estacionario, por lo que se utiliza un observador aumentado
con acci�on integral, como el planteado en la expresi�on (2.1.15). Utilizando las expresiones (2.1.32)
y (2.1.35) con las matrices consideradas para el servotomor, se obtiene que la actuaci�on a aplicar al

40



4.2. DISE~NO, SIMULACI �ON E IMPLEMENTACI �ON DE LAZOS MPC IMPL �ICITOS 41

Fig. 4.1: Diagrama de bloques del lazo de control

controlador puede calcularse comouk = �uk � d̂k , es decir, como la diferencia entre la actuaci�on cal-
culada directamente con MPC y la perturbaci�on estimada por el observador. La Figura 4.1 muestra
un diagrama de bloques del lazo de control, utilizando la misma notaci�on que en la Secci�on 2.1.1.

Se consideran referencias de 10 y 350 grados para la posici�onx2, adem�as de una restricci�on de
velocidad tal que x1 2 [� 2; 2] y una restricci�on en la actuaci�on (en Volts) tal que u 2 [� 10; 10].
Todas las simulaciones se realizan en Matlab y se considera un per��odo de muestreo de control de
12[ms] y un per��odo de muestreo de la planta de 1[ms].

Adem�as, en los gr�a�cos se usan las siguientes abreviaciones para las leyendas:

1. Referencia [rad]:ref .

2. Posici�on [rad]: pos.

3. Posici�on estimada [rad]: pos est .

4. Velocidad [rad/s]: vel .

5. Velocidad estimada [rad/s]: vel est .

6. Se~nal de control [V]:u.

7. Perturbaci�on estimada [V]: pert .

4.2. Dise~no, simulaci�on e implementaci�on de lazos MPC impl��ci-
tos

4.2.1. Simulaciones Model-in-the-Loop para MPC impl��cito

Para la implementaci�on del lazo de control impl��cito, se consideran los par�ametros que se mues-
tran en la Tabla 4.1. La Figura 4.2 muestra los resultados de la simulaci�on MIL, y con esta elecci�on
de par�ametros se observa que se logra un control correcto al utilizar precisi�on de punto 
otante, es
decir que se cumple la restricci�on de velocidad y la referencia se sigue con un error en estado estacio-
nario que es despreciable para efectos pr�acticos. En los gr�a�cos se muestran los estados del motor,
junto con la referencia y la actuaci�on, y tambi�en se muestran por separado los estimados estimados,
incluyendo a la perturbaci�on estimada. Se observa que la velocidad se satura correctamente en el
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Tabla 4.1: Par�ametros ADMM para implementaci�on impl��cita

h [ms] N iters. � � warm-start

12 4 20 0.7526 0.8 S��

Fig. 4.2: Simulaci�on MIL de MPC impl��cito para servomotor utilizando punto 
otante. En la columna
izquierda de muestran los estados y la se~nal de control, y en la columna derecha se muestran las
se~nales estimadas.

valor de la restricci�on, y la Figura 4.3 muestra un acercamiento en las zonas de saturaci�on donde se
evidencia el cumplimiento de las restricciones. En la Figura 4.2 tambi�en se observa que los estados se
estiman correctamente y la perturbaci�on es estimada acorde a la zona muerta de 0:3[V]. Se evidencia
adem�as la efectividad del observador con acci�on integral para mitigar el efecto de la zona muerta,
ya que gracias a la estimaci�on de la perturbaci�on, la actuaci�on aumenta hasta alcanzar los 0:3[V],
lo que provoca una velocidad no nula por un breve instante de tiempo y acerca cada vez m�as la
posici�on a la referencia. Notar que la estimaci�on de la velocidad tiene unovershoot que no cumple
con la restricci�on por un breve instante, sin embargo esto no sucede con la velocidad de la planta.

Para la implementaci�on en hardware, el uso de aritm�etica en punto 
otante implica una alta
demanda de recursos f��sicos. Por esta raz�on, suele ser preferible emplear aritm�etica en punto �jo.
En este trabajo se realizan simulaciones en Matlab empleando precisi�on de punto �jo mediante
fimath [45], utilizando la opci�on de Round como m�etodo de redondeo, saturaci�on en el caso de
over
ow , los argumentos deProductmode y SumModese con�guran comoSpecifyPrecision , y los
argumentos deProductWordLength y SumWordLengthse con�guran con el mismo largo de bits que
los operandos (de esta manera el resultado siempre tiene la misma precisi�on que los operandos).
Por simplicidad se adopta la misma precisi�on tanto para el controlador como para el estimador de
estados. Se comienza con una con�guraci�on de 32 bits de ancho total (W = 32) y 8 bits asignados
a la parte entera con signo (Q = 8), la cual calza con el largo de bits de los buses interno de la
MicroLabBox, simpli�cando su implementaci�on. Con esta con�guraci�on no se producen over
ows
y el desempe~no obtenido es muy similar al de la versi�on en punto 
otante, sirviendo como punto
de comparaci�on con las precisiones inferiores en las etapas posteriores. La Figura 4.4a presenta los
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Fig. 4.3: Zoom en zonas de saturaci�on de velocidad.

resultados del control.

Con el objetivo de reducir el uso de recursos en la implementaci�on f��sica, es posible emplear
representaciones de menor precisi�on, asumiendo una degradaci�on en el desempe~no. Tras realizar
pruebas, se determina que el valor m��nimo para evitarover
ows para la parte entera con signo es
de 7 bits (Q = 7). Para el ancho total, se eval�uan las con�guracionesW 2 f 21; 18; 16g. La Figura
4.4b muestra los resultados obtenidos conW = 21, donde se observa un desempe~no comparable al
de punto 
otante. Con W = 18, mostrado en la Figura 4.4c, el desempe~no comienza a deteriorarse
m�as, incumpliendo levemente la restricci�on de velocidad en saturaci�on. Finalmente, conW = 16,
cuyos resultados se presentan en la Figura 4.4d, el deterioro en el desempe~no es notorio, alcanzando
magnitudes de velocidad en saturaci�on excesivamente menores a las restricciones y un leve error
en estado estacionario. La Figura 4.5 muestra una comparaci�on entre las actuaciones, posiciones
y velocidades de los casosW = 32 y W = 16, y se observa que el casoW = 16 muestra una
actuaci�on y velocidad de menor magnitud en saturaci�on que el casoW = 32, y un leve error en
estado estacionario de la posici�on. Una menor velocidad implica una menor pendiente en la posici�on
y por lo tanto tambi�en un asentamiento m�as lento en la referencia.
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(a) Simulaci�on MIL de servomotor con formulaci�on
impl��cita con punto �jo ( W = 32, Q = 8).

(b) Simulaci�on MIL de MPC impl��cito para servo-
motor utilizando punto �jo ( W = 21, Q = 7).

(c) Simulaci�on MIL de MPC impl��cito para servo-
motor utilizando punto �jo ( W = 18, Q = 7).

(d) Simulaci�on MIL de MPC impl��cito para servo-
motor utilizando punto �jo ( W = 16, Q = 7).

Fig. 4.4: Comparaci�on de simulaciones MIL de MPC impl��cito para servomotor con distintas con�-
guraciones de punto �jo. Unidades:ref y pos en rad, u y pert en volts y vel en rad/s.

Fig. 4.5: Comparaci�on de posici�on, actuaci�on y velocidad para simulaciones HIL de MPC impl��cito
(W = 32 y W = 16). Unidades: pos en rad, u en volts y vel en rad/s.
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4.2.2. Simulaciones Software-in-the-Loop para MPC impl��cito

Obtenci�on de descripciones de hardware

Ya obtenidos los par�ametros a nivel de simulaci�on, se procede a generar las descripciones de
hardware de los controladores impl��citos a implementar. Para esto se utiliza Vitis HLS, utilizando
las matrices obtenidas a nivel de MIL para escribir el c�odigo C++. Se generan por separado las
descripciones de los estimadores y los controladores, y el uso de recursos estimados a nivel de
HLS Synthesis se muestran en las Tablas 4.2 y 4.3 respectivamente. Se observa que la mayor��a
de los recursos f��sicos y latencia son utilizados para el controlador, en comparaci�on con el estimador.
Adem�as, se observa que los recursos f��sicos aumentan signi�cativamente con el ancho de bits utilizado,
pero la latencia no sigue un patr�on evidente. Debe considerarse que los reportes a nivel deHLS
Synthesisson estimaciones gruesas y suelen sobreestimar con respecto al reporte de implementaci�on.

Simulaci�on SIL

Una vez obtenidas las descripciones en Verilog, estas deben ser preprocesadas para poder simular-
se a nivel de SIL con Vitis Model Composer, y tambi�en para utilizarse en las etapas posteriores. Para
esto se utiliza un script de Python que est�a en el repositorio adjunto a este trabajo. Tambi�en deben
modi�carse las System Generator Filesque genera Vitis Model Composer. La Figura 4.6 muestra
el diagrama utilizado en Vitis Model Composer (siguiendo la misma estructura general de la Figura
4.1), y en esta se incluye un generador de pulsos peri�odicos que da inicio a los ciclos de control, la
planta simulada como funci�on de Matlab, el estimador de estados y el controlador impl��cito.

Vitis Model Composer funciona en el entorno Simulink, y cada paso de simulaci�on corresponde
a un ciclo de reloj de la FPGA simulada. En la pr�actica, la FPGA opera a una frecuencia de
100[MHz], por lo que para simular 40 segundos se requerir��an 4 mil millones de pasos de simulaci�on.
Con el objetivo de disminuir el n�umero de ciclos necesarios, se considera que la FPGA simulada
opera a una frecuencia m�as baja. Para el casoW = 21, el lazo completo toma 1780 ciclos de
reloj de la FPGA, y considerando que el per��odo de muestreo de control es deh = 12[ms], puede
considerarse que cada paso de simulaci�on (o ciclo simulado de la FPGA) representa un paso temporal
de Tfpga = h

1780 � 6:74 [ms]. Este tiempo tambi�en se usa para discretizar a la planta simulada, ya
que sus estados se actualizan en cada paso de simulaci�on. Finalmente, para lograr 40[s] de simulaci�on
se requerir��an T = 40[s]

T fpga
� 5:93� 106 pasos de simulaci�on.

La Figura 4.7 muestra la simulaci�on SIL para W = 21, y la Figura 4.8 muestra una comparaci�on
de estas se~nales con lo obtenido a nivel de MIL. Se observa que el comportamiento a nivel de SIL
es consistente con lo observado a nivel de MIL, con diferencias despreciables para efectos pr�acticos.
En particular, en las simulaciones SIL no se produce elovershoot de la velocidad estimada y no se
producen cambios abruptos en la perturbaci�on estimada en los cambios de referencia.

Tabla 4.2: Recursos y latencias de estimadores reportados a nivel deHLS Synthesis.

W Q LUTs FFs DSPs Latencia [ � s]�

32 8 2748 1946 15 0.3
21 7 2171 1000 5 0.3
18 7 2104 1064 5 0.31
16 7 2010 974 5 0.31
� Con reloj de frecuencia 100[MHz].
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Tabla 4.3: Recursos y latencias de controladores impl��citos reportados a nivel de HLS Synthesis.

W Q LUTs FFs DSPs Latencia [ � s]�

32 8 41120 10730 136 16.83
21 7 31165 4998 61 17.66
18 7 29649 4242 42 17.44
16 7 27846 3927 33 16.24
� Con reloj de frecuencia 100[MHz].

Fig. 4.6: Diagrama de simulaci�on SIL impl��cita en Vitis Model Composer. El cuadrado verde contiene
el generador de pulsos peri�odicos, el naranjo contiene la planta simulada como funci�on de Matlab,
el azul contiene el estimador de estados y el rojo contiene al controlador impl��cito.

Fig. 4.7: Simulaci�on SIL para MPC impl��cito ( W = 21; Q = 7). En la columna izquierda de muestran
los estados y la se~nal de control, y en la columna derecha se muestran las se~nales estimadas.
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Fig. 4.8: Comparaci�on de simulaciones MIL y SIL para MPC impl��cito ( W = 21; Q = 7). En
la columna izquierda de muestran los estados y la se~nal de control, y en la columna derecha se
muestran las se~nales estimadas.
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4.2.3. Simulaciones Hardware-in-the-Loop para MPC impl��cito

Para las simulaciones HIL (ver Secci�on 3.2.3 para los detalles de la de�nici�on del t�ermino HIL
en este contexto), se utiliza la MicroLabBox distribuyendo las tareas entre el procesador y la FPGA
como muestra la Figura 4.9.

La Figura 4.10 muestra el diagrama de bloques utilizado para con�gurar la FPGA. En esta se
observan el controlador, el estimador de estados y un m�odulo que genera pulsos per��odicos cada
12[ms] para dar inicio a los ciclos de control. El resto de bloques corresponden aFPGA Setup(para
editar opciones de la con�guraci�on de la FPGA), conversi�on entre tipos de se~nales y bloques de
comunicaci�on con el procesador.

La Figura 4.11 muestra el diagrama de bloques utilizado para programar el procesador de la
MicroLabBox. Sus tareas principales incluyen la simulaci�on de la planta, la generaci�on de la referencia
y la comunicaci�on con la FPGA. Estas tareas se realizan cada 1[ms], aunque la actuaci�on solo se
actualiza cada 12[ms] por la FPGA. La Figura 4.12 muestra c�omo se visualizan las se~nales en
tiempo real utilizando ControlDesk. Posteriormente estas pueden exportarse para ser analizadas y
gra�cadas.

La MicroLabBox tiene dos frameworks para programar la FPGA:

DS1202 FPGA I/O Type 1: no deja disponibilidad de los pines I/O de la FPGA para ser uti-
lizados en el procesador, pero permite utilizar casi todos los recursos de la FPGA para la
implementaci�on. Adem�as, esta la implementaci�on tiene una demora considerablemente menor
en comparaci�on al framework DS1202 FPGA I/O Type 1 (Flexible I/O) .

DS1202 FPGA I/O Type 1 (Flexible I/O) : permite acceder a los pines I/O de la FPGA
desde el procesador, pero a cambio tiene una alta utilizaci�on base de recursos, dejando menor
disponibilidad de la FPGA para la implementaci�on (ver Tabla 4.4 como ejemplo) y adem�as
demorando un tiempo considerablemente mayor en realizar la implementaci�on en compara-
ci�on al framework DS1202 FPGA I/O Type 1. En particular, el blocksetRTI Electric Motor
(EMC) es un conjunto de bloques disponibles para el procesador que permiten utilizar parte
de la FPGA para aplicaciones con motores, y estos bloques solo est�an disponibles al utilizar
esteframework, ya que utiliza pines I/O de la FPGA. Dado que para la implementaci�on f��sica

Fig. 4.9: Tareas realizadas en la MicroLabBox.
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Fig. 4.10: Implementaci�on impl��cita en FPGA. El cuadro rojo contiene el controlador, el azul el
estimador de estados y el verde un m�odulo que genera pulsos peri�odicos cada 12[ms].

Tabla 4.4: Recursos utilizados para implementaciones impl��citas para distintos niveles de cuantizaci�on y
para distintos frameworks de la FPGA.

FW DS1202 FPGA I/O Type 1 DS1202 FPGA I/O Type 1 (Flexible I/O)

W Q LUTs FFs DSPs LUTs FFs DSPs

32 8 23336 14708 150 136111 109551 292
21 7 16706 12764 90 129420 107607 232
18 7 15569 12093 71 128272 106938 213
16 7 14960 11608 60 127635 106453 202

Disp. 203800 407600 840 203800 407600 840

se necesita unencoder para medir la posici�on del motor, esta debe realizarse utilizando este
framework.

Para las simulaciones HIL no se requiere el uso delencoder del motor, ya que la planta es
simulada. Esto permite utilizar el framework DS1202 FPGA I/O Type 1de la FPGA, dejando dis-
ponibilidad casi completa de los recursos f��sicos. La Tabla 4.4 muestra los recursos utilizados para
cada implementaci�on seg�un el nivel de cuantizaci�on.

Las simulaciones HIL realizadas se muestran en las Figuras 4.13a, 4.13b, 4.13c y 4.13d. A diferen-
cia de las otras simulaciones, en estos gr�a�cos la actuaci�on que se muestra es la actuaci�on efectiva
despu�es de la zona muerta. Los casosW = 32 y W = 21 coinciden con lo observado a nivel de
MIL, mostrando un comportamiento correcto. El casoW = 18 muestra mayor ruido en la velocidad
estimada y la actuaci�on. Para el casoW = 16 se observa una velocidad en saturaci�on excesivamente
menor que la restricci�on y un leve error en estado estacionario, tal como se observ�o a nivel de MIL.
La Figura 4.14 muestra una comparaci�on entre las actuaciones, posiciones y velocidades de los casos
W = 32 y W = 16 (trasladando temporalmente las se~nales para que coincidan las referencias), y se
observa que al igual que a nivel de MIL, el casoW = 16 muestra una actuaci�on y velocidad de menor
magnitud en saturaci�on que las dem�as implementaciones, y un leve error en estado estacionario de
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